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Kurzfassung

Durch die Digitalisierung erschlossen sich in den letzten 15 Jahren nicht nur viele Möglich-

keiten neues Bildmaterial oder Videomaterial aufzunehmen und zu verwahren, sondern auch

die Zugänglichkeit der breiten Masse zu solcher Technologie. Abseits der Datenmengen wie

sie Social Media Plattformen tagtäglich verarbeiten, existieren die Sende- und Rundfunk-

anstalten mit gigantischen Archiven von Videomaterial. Der Großteil davon ist von doku-

mentarischer oder szenischer Natur sowie verschiedenste Interviews aus allen Bereichen des

öffentlichen Lebens.

Nach dem aktuellen Stand wird das Videomaterial von Hand kategorisiert und zur Indi-

zierung verschlagwortet. Die Aufgabe war es nun, diesen Prozess zumindest teilweise zu

automatisieren. Dazu sollten auf dem Markt verfügbare Technologien in Bereich der Ge-

sichtserkennung und Texterkennung auf ihre Nutzbarkeit zu diesem Zweck hin evaluiert

werden. Dabei soll mit Hilfe der in Interviews verwendeten Bauchbinden das momentan

gezeigte Gesicht gelernt werden, um es später ohne solche Hilfe wiederzuerkennen.

*Bauchbinden sind Textboxen am unteren Bildschirmrand, die den Namen (und meist etwas

Zusatztext) der geraden interviewten Person zeigen. Das Lokalisieren solcher Boxen ist jedoch

nicht Teil der Arbeit; Für die Zwecke dieser Arbeit wird eine feste Position im Bild abgesucht.
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1 MOTIVATION

1 Motivation

Im Zuge der Digitalisierung entstanden eine Vielzahl an neuen Möglichkeiten, Bildmaterial

aufzunehmen und zu verwahren. Da die Sende- und Rundfunkanstalten durch ihren Bil-

dungsauftrag dazu verpflichtet sind, ihre täglich angehäuften Materialien zu archivieren1, ist

im Laufe der Zeit einiges zusammengekommen. Doch nicht nur der rein informelle Aspekt

spielt eine Rolle: YouTube (300 Stunden Material pro Minute2), Facebook (136000 Fotos

pro Minute3), Twitter (35000 Tweets pro Minute4) – sie alle sind schon allein per Gesetz

dazu verpflichtet, diese Massen an Information nach illegalen Inhalten zu filtern. Da ein im-

mer größer werdendes Interesse daran besteht, bereits vorhandenes Material wiederzufinden,

macht es Sinn es zum Zwecke der Wiederverwendbarkaeit zu kategorisieren.

1.1 Zielsetzung und Anforderungen

Abbildung 1: Beispiel Bauchbinde
siehe Anhang IV für Vergrößerung

Das Ziel dieser Arbeit ist die Entwicklung eines Ge-

sichtserkennungsmodules für ein automatisches Schlag-

wortsystem von TV-Beiträgen. Dabei soll der Name der

zu findenden Person durch das Auslesen aus den sog.

Bauchbinden gefunden werden. Als Bauchbinden wer-

den dabei die Einblendungen am unteren Bildschirm-

rand während Interviews bezeichnet (die orange Fläche

rechts in Abbildung 1).

Das System soll hierbei folgende Anforderungen

erfüllen:

• Erkennen und Extrahieren eines Gesichtes aus Videoframes.

• Auslesen des Names aus Bauchbinden.

• Verbinden der gewonnenen Daten für Trainingszwecke.

Im diesem Sinne sollen aktuell auf dem Markt verfügbare Technologien auf ihre Verwend-

barkeit zu oben genannten Zwecken hin evaluiert werden. Abschließend soll dann mit der

1etwa 14 Millionen Videominuten pro Jahr → 26.2 pro Minute (Quelle Betreuer)
2Quelle: https://fortunelords.com/youtube-statistics/ (Stand: 2017-07-29)
3Quelle: https://zephoria.com/top-15-valuable-facebook-statistics/ (Stand: 2017-08-01)
4Quelle: http://www.internetlivestats.com/twitter-statistics/ (Stand: 2017-08)

- 1 -

https://fortunelords.com/youtube-statistics/
https://zephoria.com/top-15-valuable-facebook-statistics/
http://www.internetlivestats.com/twitter-statistics/


2 GRUNDLAGEN

am Ende ausgewählten Technologie das System implementiert werden.

Folgende Anforderungen sind nicht Teil des Rahmens dieser Arbeit:

• Erstellung eines Frameworks zur Extrahierung von Frames aus einem Videostream.

• Automatische Erkennung der Position und Dimension von Bauchbinden.

– Zur Erfüllung der oben genannten Texterkennung werden die Bildkoordinaten der

Bauchbinden zunächst manuell eingepflegt.

• Aufbau einer Lernsturktur, um die Gesichter zukünftig ohne Bauchbinden wiederzuer-

kennen.

• Indizierung der Videos mit den gewonnenen Daten.

2 Grundlagen

Im folgenden Kapitel werden einige technische Grundlagen und Basistechnologien zum The-

ma Objekterkennung allgemein erläutert, da auch Gesichter und Text nur Objekte mit spe-

ziellem Muster sind. Im Bereich der automatisierten Bilderkennung gibt es eine große Anzahl

an Verfahren und Vorgehensweisen, um ein Bild zu beschreiben oder für eine Suche zu in-

dizieren. Nach dem momentanen Stand der Technik werden diese historisch bedingt in drei

Klassen[1] hinsichtlich ihrer Arbeitsweise unterteilt:

Mustererkennung

,,Traditionelle“ Bildverarbeitung durch Mustererkennung und manuelles Abstimmen von Pa-

rametern, bis ein handgelesener Trainingssatz zufriedenstellend erkannt wird. Die klassische

Texterkennung (OCR5) war in den 70er Jahren der Startschuss für das Feld der compu-

tergestützten Bildverarbeitung allgemein, und das einzige Teilgebiet, das es heute noch in

großem Rahmen nutzt.

Machine Learning

Um den Jahrtausendwechsel herum und bedingt durch die zunehmende Digitalisierung ent-

standen Ansätze, die aus neuen Datensätzen ,,lernen“, um Abschätzungen oder Vorher-

5Optical Character Recognition

- 2 -



2 GRUNDLAGEN

berechnungen zuverlässiger aufzustellen. Das Lernverhalten kann dabei in zwei Gruppen

unterteilt werden:

Supervised (Überwacht): Datensätze bei denen bereits die Antwort bekannt ist, wer-

den zurückgerechnet, um aus den Zusammenhängen der Variablen zueinander eine

Lösungsvorschrift zu erarbeiten, die für ungelöste Datensätze genutzt werden kann.

Unsupervised (Unüberwacht): Analyse von Zusammenhängen (z. B. Häuserwahl basierend

auf Einkommensklasse/Herkunft), um gewisse Vorhersagen zu treffen. Wenn dann neue

Datensätze basierend auf den Vorhersagen eintreffen, wird die Erarbeitungsvorschrift

dahingehend abgeändert, dass dieser Weg bevorzugt für zukünftige ähnliche Entschei-

dungen genutzt wird.

Die Grenze dazwischen wird mit Fortschreiten der Zeit immer unschärfer, da Beobach-

tungssätze durch kontinuierliche Korrektur zu einer verlässlichen Lösungsvorschrift werden.

Und mit zunehmender Datenmenge entstehen auch kontinuierlich Datensätze deren Antwort

(die Zustandsänderung hin zum darauffolgenden Datensatz) bereits bekannt ist.

Deep Learning

In der heutigen Welt des Big Data werden Machine Learning-Verfahren, die mehr als drei

Schichten in Neuronalen Netzen verwenden, als ,,Deep Learning“ bezeichnet. Vieles ist hier

noch unbekannt, und Forschungsarbeit investiert, um in Zukunft noch besser davon zu pro-

fitieren. Eine detailliertere Erklärung folgt in Abschnitt 2.4.

Die meisten traditionellen Verfahren haben im groben den folgenden Ablauf:

• Das Bild wird auf Pixelebene analysiert, um das Vorhandensein und die Position von

Objektspezifischen Merkmalen (im Folgenden Features genannt) zu extrahieren.

• Anschließend folgt in einigen Fällen eine Extrahierungsphase, in der die Features in

ihrer Anzahl reduziert und formalisiert werden.

• In den meisten Fällen wird die Menge anschließend auf einen gewissen Richtwert hin

normalisiert.

• Abschließend wird mit unterschiedlichen Methoden versucht, die enthaltene Informa-

tion zu beschreiben.

- 3 -



2 GRUNDLAGEN

2.1 Feature detection

Definition:

Unter dem Begriff Feature Detection versteht man die Aufgabe, ein Bild auf seine

Grundbestandteile zu abstrahieren, um dann im einzelnen zu entscheiden, ob an dieser

Stelle ein Feature vorhanden ist oder nicht. Die Erkennung von Features ist meist der

erste Schritt in traditionellen Verfahren und arbeitet mit den rohen Intensitätswerten

der Pixel selbst.

Die Charakteristik und die Umsetzung dessen, was ein Feature ist, hängt von der jeweiligen

Problemstellung sowie den darauffolgenden Stufen ab. Die generelle Auffassung ist, dass es

einen sog. ,,Point of Interest“ (Blickfang) repräsentiert, auf welchen dann fortführend aufge-

baut werden kann. Ein solcher Blickfang kann eine Linie sein (Edge, Ridge), ein plötzlicher

Richtungswechsel (Corner), oder etwas größer auch ein sich wiederholendes Muster (Blob).

Das deterministische Verhalten eines Feature-Detektors ist essentiell für die Qualität der Er-

gebnisse, da er die rohen Bilddaten vorfiltert um nachfolgenden Abrbeitsschritten die Arbeit

zu erleichtern.

Abbildung 2

1: Edges // 2: Corner
3: Blob // 4: Ridge

Als Beispiel sei die Gesichtserkennung als Zugangskontrolle ge-

nannt: In der Detektionsphase wird das Bild abgesucht, ob und

wo ein Gesicht zu finden sein könnte; und im Falle eines Treffers

wird die aufwändigere ,,Wiedererkennungsstufe“ ausgelöst, die

versucht das gefundene Gesicht zu beschreiben und eine Auto-

ritätskontrolle durchzuführen.

Feature Detektoren arbeiten auf den rohen Bilddaten und sind

im Vergleich zu den Deskriptoren eher von einfacher Natur. Sie

erledigen auch meist eine gewisse Vorarbeit mit Filterung, Ska-

lierung, oder auch dem Berechnen von Differentialen. In den

folgenden Unterkapiteln werden die oben erwähnten primiti-

ven Feature-Typen näher erläutert. Abbildung 2 zeigt einen

beispielhaften Ausschnitt zur Veranschaulichung.

- 4 -



2 GRUNDLAGEN

Abbildung 3: Erzeugung eines Gradientenbildes bei Anwendung des Sobel-Filters.7

2.1.1 Edge detection

Abbildung 4: Wodurch Kanten
entstehen können6

Edges, engl. für Kanten, sind allgemein echte oder wahr-

scheinliche Abgrenzungen zwischen zwei unterschiedli-

chen Regionen gleichmäßiger Intensitäten. Sie können be-

liebige Länge oder Form haben sowie sich überkreuzen.

Formell ist eine Kante eine Menge von Pixeln, die aus

den umliegenden Intensitäten herausragen, sei es durch

Änderung der Tiefe (Abstand des Bildpunktes zum Be-

trachter), des Materials, oder auch der Beleuchtung [2].

Edge-Detektoren werden verwendet, um die Konturen eines Objekts herauszufiltern; Abbil-

dung 3 zeigt ein Beispiel. Gleichzeitig macht es nachfolgende Verarbeitungen weniger anfällig

für Farbvariationen oder Helligkeitsschwankungen. Die Arbeiten von John Canny[3] forma-

lisierten die Anforderungen und legten die Grundlagen für weitere Forschungsarbeit. Jedoch

ist trotz Fortschritten in der Technik der Canny Edge Detector immer noch weitverbreitet

und meist die erste Wahl wenn keine problemspezifischen Anforderungen gestellt werden [4].

State-of-the-Art Technologien: Canny Edge Detector[3], Differential-Operatoren wie Ro-

berts [5], Prewit, Sobel[6]

6Quelle siehe Anhang 2.
7Quelle siehe Anhang 2.
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2 GRUNDLAGEN

Einschub: Kernel-Filter

Unter dem Begriff Kernel-Matrix ist hier die Methodik der Faltunsmatrizen (engl. con-

volution matrix ) zu verstehen und wird in der digitalen Bildverarbeitung für verschiedene

lineare Transformationen, meist in Form von Filtern, verwendet. Ein solcher Filter ist eine

ein- oder zweidimensionale Matrix, wie z. B.
[
−1 0 1

]
oder


−1 0 1

−2 0 2

−1 0 1

 (Sobel-Operator).

Das Falten ist das gewichtete Addieren der lokalen Nachbarn eines jeden Pixels:

([
−1 0 1

]
∗
[
135 75 33

])
= (−1 ∗ 135) + (0 ∗ 75) + (1 ∗ 33)

Zu beachten ist, dass eindimensionale Matrizen nur für Edge-Detektoren verwendet werden;

Die meisten Filter, wie z. B. ein Gaussischer Weichzeichner, verwenden meist Matrizen der

Größe 3x3 oder mehr, um ein Pixel abhängig von all seinen Nachbarn zu verändern.

2.1.2 Corner detection

Corners, engl. für Ecken, sind Richtungswechsel von Kanten. Formell ist es der Punkt,

in dem sich zwei voneinander verschiedene Kanten (d. h. in unterschiedliche Richtungen

verlaufend) überschneiden. In Unterscheidung zu Kanten sind Ecken zweidimensional und

besitzen eine feste Position, die über mehrere Bilder hinweg verfolgt werden kann.

Historisch bedingt werden sie auch als Interest-Point bezeichnet, hergeleitet durch beiläufige

Miterkennung von Endpunkten einer Kante/Linie oder auch isolierten Intensitätsspitzen in

mitten einer gleichmäßigen Region. Diese wiederum waren bedingt durch die Entwicklung aus

Edge-Detektoren heraus, die durch Nachverarbeitung Überlappungen als Corners identifiziert

haben [7].

Corner-Detektoren werden hauptsächlich in Motion-Tracking und 3D-Modellierung verwen-

det, da sie als Fixpunkte markiert und über einen längeren Zeitraum verfolgt werden können

State-of-the-Art Technologien:

Harris-Operator (als Grundlage für Structure-Tensors)[8, 9], SUSAN[10], FAST; sowie einige

Überlappungen mit 2.1.3

- 6 -



2 GRUNDLAGEN

2.1.3 Blob detection

Blobs (Binary Large OBject), allgemeiner bekannt als Bezeichnung für Generische Binär-

daten, bezeichnen die durch Edges und Corners eingeschlossenen Regionen. In der Bild-

verarbeitung werden sie definiert als größere zusammenhängende Abschnitte eines Bildes, in

denen bestimmte Eigenschaften weitestgehend konstant bleiben.

Durch ihre ursprüngliche Funktion, dem Erkennen von Interest-Regions basierend auf Ex-

tremwerten, haben sie einige Überlappungen mit der Corner-Detektion. Sie werden meist

zur Strukturanalyse von Oberflächen eingesetzt, um Eigenschaften wie Material oder Tex-

turmuster zu extrahieren.

State-of-the-Art Technologien:

Laplacian of Gaussian (LOG), Difference of Gaussian (DoG), Deteminant of Hessian (DoH)

([9])

2.1.4 Ridge detection

Ridges, engl. für Erhöhung, sind eine separate Gruppe von Erkennungsmerkmalen mit de-

nen langgestreckte Linien als eigene Elemente erkannt werden sollen. Als Abgrenzung zu Ed-

ges (einfacher Intensitätssprung) sind Ridges der Bereich zwischen zwei Intensitätssprüngen

in einem ansonsten gleichmäßigen Blob.

Heutzutage wird Ridge-Detektion u. a. als Autoritätskontrolle durch Retinalkapillare oder

der automatischen Straßenerkennung in Luftaufnahmen genutzt.

State-of-the-Art Technologien: u. a. Hessian matrix in Scale-Space [11]

- 7 -



2 GRUNDLAGEN

2.2 Information reduction

Definition:

Der Oberbegriff der Information reduction ist ein Sammelbegriff für Methoden und

Verfahren, die eine Grundmenge an Informationen in Größe und Anzahl auf eine bes-

tenfalls nicht-redundante aussagekräftige Menge zu reduzieren, um damit die Effekti-

vität nachfolgender Schritte zu erhöhen.

Die Komplexität eines Datensatzes bestimmt sich durch die Anzahl an variablen Teilen

zueinander. Eine hohe Komplexität bedeutet, dass ein Lernalgorithmus Schwierigkeiten bei

der Verallgemeinerung haben wird und sich dadurch auf den Trainingssatz überspezialisiert

(overfitting), was ihn unflexibel auf echte Daten reagieren lässt. Die Feature Extraktion

bemüht sich daher, den Datensatz auf die aussagekräftigsten Variablen zu reduzieren, die

es in Kombination dennoch eindeutig beschreiben können. Im Bereich der Bildverarbeitung

beschäftigt sich insbesondere die Texterkennung intensiv mit diesem Thema.

State-of-the-Art Technologien:

• Principal Component Analysis (PCA, engl. für Hauptkomponentenanalyse) und des-

sen Verallgemeinerungen; Verfahren aus der multivariaten Statistik, welche versucht

eine hohe Anzahl an Variablen auf eine geringe Anzahl sich nicht überschneidender

Eigenschaften zu reduzieren und dabei die größtmögliche Varianz an Eingabewerten

abzudecken [12, 13].

• Feature Detektoren (Edge, Corner, Blob, Ridge) sind in dem Sinne ebenfalls Feature

Extraktoren, da sie aus rohen Bilddaten die jeweiligen Bildstrukturelemente extrahie-

ren.

• Im Bereich der Neuronalen Netze gibt es Autoencoder, ein vorwärtsgekoppeltes un-

überwachtes Lernmodel, das versucht einen Datensatz so zu reduzieren, dass aus der

Ausgabe trotzdem die ursprüngliche Eingabe rekonstruiert werden kann. Ein solches

Beispiel wäre ein Bild, repräsentiert durch Pixel, das in ein Feature-Set umgewandelt

wird (z. B. Konturfragmente) [14].

Weitere Bezeichnungen in dem Bereich:

Feature Engineering:

Das Zusammenstellen eines solchen Feature-Sets durch einen oder mehrere Experten,

meist spezifisch für einen konkreten Anwendungsfall, wird als Feature Engineering

- 8 -



2 GRUNDLAGEN

bezeichnet. Dies können entweder vereinfachte Extrahierungsregeln sein (z. B. Netzar-

tiges unterteilen eines Bildes mit den Zellen als Feature) oder sogar konkrete Features

selbst (siehe Abschnitt 3.1)

Feature Selektion:

Im Gegensatz zur Feature Extraktion, welche Features aus den Rohdaten erzeugt, wer-

den bei der Feature Selektion die Features basierend auf einer Erzeugungsvorschrift

erstellt. Die Aufgabe ist es nun, eine Untermenge so zu wählen, dass der ursprüngliche

Informationsgehalt möglichst komplett erhalten bleibt, d. h. dass redundante oder ver-

nachlässigbare Features aussortiert werden.

2.3 Feature description

Definition:

Als Feature Deskriptoren werden meist die Verfahren bezeichnet, die auf den durch

obengenannte Methoden erzeugten Ausgaben aufbauen, um schlussendlich das ur-

sprüngliche Bild beschreiben zu können. In den komplexeren Fällen (z. B. Menschen,

Autos, etc.) wird meist das komplette Verfahren inklusive Vorverarbeitung und Lern-

model als ”der Detektor/Deskriptor”bezeichnet, während der eigentliche Algorithmus

nur die problemspezifische Reaktion auf die entstandenen Features ist.

Das Grundproblem bei (Audio-)Visuellen Medien ist, dass deren Inhalte nicht ohne wei-

teres wie ein Werk in textueller Repräsentation analysiert und indiziert werden können.

Hinzukommt, dass ein bestimmtes Objekt nicht nur in Form und Farbe variiert, sondern

auch aus unterschiedlichen Winkeln und Entfernungen abgebildet sein kann (ein Problem

dass ein simples Dokument nicht aufweist). Das Standardisierungssystem für Metadaten

in Audio-Visuellen Mediadateien ist Motion Picture Expert Group - 7 (MPEG-7) unter

ISO/IEC 15938-1.89

Zu unterscheiden sind dabei die allgemeinen Deskriptoren, welche grundlegende Eigen-

schaften wie Farbe, Umrisse, Texturen, Material, Muster, etc. beschreiben. Sie werden durch

einfache Methoden wie Mustererkennung oder Signalverarbeitung aus dem Ursprungsmedi-

um extrahiert. Der Standard definiert jeweils eine Gruppe von Deskriptoren für jede dieser

8siehe http://www.iso.org/iso/iso catalogue/catalogue tc/catalogue detail.htm?csnumber=34228
9Die wissenschaftlichen Grundlagen dazu wurden in [15] erarbeitet.
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2 GRUNDLAGEN

Eigenschaften (siehe unten)10;

und problemspezifischen Deskriptoren, die auf einen Typ von Objekt spezialisiert sind.

Diese sind jedoch meist von komplexer Natur, um möglichst viele Variationen des Objekts

zu erkennen. Großes Beispiel ist hier die Gesichtserkennung, ebenfalls Teil des Standards.

Farbe: engl. Color Descriptor

Die grundlegendste Eigenschaft und die einfachste zu extrahieren. Der Standard de-

finiert Deskriptoren für dominanteste Farbe, Histogramm, Layout, Farbtemperatur,

etc.

Textur/Muster: engl. Texture Descriptor

Versucht Regionen sich wiederholender Pixelfolgen als Muster zu interpretieren, was

unter anderem für Rückschlüsse auf die Oberflächenbeschaffenheit (d. h. Material) ver-

wendet werden kann. Im Standard sind drei Deskriptoren definiert: ein Homogen-Area

Descriptor sowie ein Galerie-Wrapper hierfür; und ein Edge Histogram Descriptor für

eine Strukturverteilung.

Form: engl. Shape Descriptor

Das Herausarbeiten der Umrisse eines oder mehrerer Objekte in einem Bild ist viel-

leicht die mächtigste aber auch schwierigste Eigenschaft. Die dem Menschen eigene

Fähigkeit, beliebige Objekte beim Anblick auf dessen Umrisse zu verallgemeinern und

dadurch zu klassifizieren, würde die Indizierung von Bildern fast so effizient wie die ei-

nes Dokumentes machen. Es existieren zwar Verfahren diese Umrisse zu erkennen, aber

außerhalb des Standards bedarf es zusätzlicher Forschungsarbeit, um diese zusätzliche

Verallgemeinerung zu ermöglichen. Der Standard definiert drei Deskriptoren für 2D,

zwei für 3D, und einen zusätzlichen zur Umrechnung zwischen 2D und 3D.

Bewegung: engl. Motion Descriptor

Um die Bewegung von Objekten zu beschreiben, werden Veränderungen über mehrere

Bilder hinweg beobachtet. Im Falle von Kameraaufnahmen jeglicher Art können diese

in den Metadaten ihre Eigenbewegung dokumentieren. Zusätzlich dazu sind im Stan-

dard drei weitere Deskriptoren definiert: Beschreibung von Bewegungen eines Punktes;

Transformationen eines Bildausschnittes über längere Zeit; und intuitive Geschwindig-

keit.

Position: engl. Location Descriptor

Abschließend enthält der Standard noch zwei Definitionen zur Beschreibung von Posi-

10Anmerkung: Eine ausführliche Beschreibung der hier aufgelisteten Deskriptoren findet sich in [16].
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tion und Lage einer Bildregion in der räumlichen oder zeitlichen Dimension.

Ein kleines Beispiel zur Veranschaulichung wie ein Histogramm eines Bildes erzeugt wird:

Das Bild wird zuerst grob in gleichmäßige Teile (z. B. 4x4=16) zerlegt, welche wiederum in

mehrere Pixel große Zellen unterteilt werden. Innerhalb dieser Zellen werden dann abhängig

von der Zieleigenschaft Durchschnitte berechnet oder Detektoren verwendet. Im Falle der

Textur, die mit Edges arbeiten, werden basierend auf Intensitätsverteilungen in der Zelle die

Ausrichtung einer Kante, wenn es sie denn gibt, in Toleranzgrenzen auf Richtungskanäle ver-

teilt. Der oben erwähnte Edge Histogram Descriptor verwendet 5 Kanäle (0°/180°, 90°, 45°,

135°, und unbestimmt) bei einer Auflösung von 4x4 Pixeln. Dieses simple Verfahren ist zu-

dem ein effizienter Weg die Hauptsymmetrien/Objektkonturen eines Bildes herauszuarbeiten

und wird unter anderem in HOG11 verwendet.

11Histogram of Oriented Gradients; siehe Abschnitt 4.
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(a) Ein einfaches Neuron (b) Ein Feed-Forward Netz

(c) Deep Feed-Forward

Abbildung 5: Schematische Darstellung simpler Neuronaler Netze.12

Gelb: Eingabe, Grün: Zwischenschicht, Rot: Ausgabe

2.4 Deep Learning

Wie bereits in Abschnitt 2 erwähnt ist Deep Learning eine Vertiefung der klassischen

Machine Learning Thematik und verwendet mehrschichtige neuronale Netze, um komplexe-

re Modelle mit höherer Genauigkeit zu evaluieren. Ein Neuronales Netzwerk ist ein Netz

aus Neuronen, von denen jeder eine simple Abbildungsfunktion In× weight→ Out re-

präsentiert.

Anders ausgedrückt, nimmt ein Neuron eine Menge an Eingabewerten entgegen, gewichtet

sie unterschiedlich, und berechnet eine Ausgabe daraus. Um nun unterschiedliche Entschei-

dungsfälle abbilden zu können, werden dementsprechend viele Neuronen eingesetzt, wobei

jedes Neuron die Eingaben unterschiedlich stark gewichtet. Deren Ausgaben können nun

erneut auf verschiedene Weise ausgewertet werden, bis am Schluss ein Ergebnis feststeht.

Abbildung 5b zeigt ein Beispiel mit einfacher Abstraktion, während das Beispiel in Abbil-

dung 5c bereits zwei Schichten besitzt, was die Verarbeitung deutlich komplexerer Einga-

bemuster ermöglicht. Bei einer Anzahl von 3 oder mehr Schichten spricht man von einem

Deep Neural Net (Tiefen Neuronalen Netz ).

Werden nun Bilder in einheitlicher Größe als Eingabe verwendet, so erhöht sich die Größe

dementsprechend auf die Anzahl der Pixel, da jedes Pixel des Bildes nun einen eigenen

Eingangswert darstellt (z. B. 20x20px entsprechen 400 Eingabeknoten). Da Bilder nur zum

Zwecke der Objekterkennung verwendet werden, existiert eine ähnliche Kategorisierung wie

zuvor in VJ und HOG : Ein Teil der Knoten bestimmt die Wahrscheinlichkeit, dass es Objekt

X ist bzw. enthält; und der andere Teil das Gegenteil, ob dies nicht der Fall ist.

12Quelle siehe Anhang 2.
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Abbildung 6: Beispiel-Ausschnitt für Convolution.13

(200x120 in 63 Teilen von 40x30; 50% Versatz, d. h. 20 bzw. 15px)

Bedingt durch den Aufbau eines neuronalen Netzes ist es normalerweise überspezialisiert

auf die Ausrichtung der Trainingsdaten; Ist das Zielobjekt nicht in etwa an derselben Stelle

wie der Durchschnitt des Trainingssets, dann wird das neuronale Netz Probleme haben

dies als solches zu erkennen. Das Problem lässt sich teilweise durch das Erzeugen neuer

aber abweichender Bilder beheben, was im Anschluss die Komplexität des Netzes durch

Hinzufügen weiterer Schichten erfordert. Aber schlussendlich sind zwei identische Objekte an

zwei verschiedenen Stellen schon allein dadurch zwei komplett verschiedene Objekte für das

neuronale Netz, da sie ja auch als solche trainiert werden mussten. Sie sind nicht kontextfrei.

Eine Lösung für dieses Problem wird Convolutional Neural Network, engl. für Gefaltetes

Neuronales Netz, genannt. Ziel ist es zu lernen, dass die Position eines Objekts nicht Teil der

Kategorisierung ist. Dafür wird in einem ersten Schritt das Bild in kleine sich überlappende

Teile gleicher Größe unterteilt; Abbildung 6 zeigt ein Beispiel. Jedes dieser Teile wird dann

durch ein kleines aber für alle identisches neuronale Netz verarbeitet, welches auf dieselbe

Art versucht das Objekt X (bzw. Teile davon) zu erkennen (vgl. Abschnitt 4). Die Ergebnisse

werden anschließend in derselben Reihenfolge und Anordnung wie deren Bildteile abgespei-

chert, um ausnutzen zu können, dass benachbarte ,,Felder“ jeweils 50% ihrer Ursprungsdaten

teilen.

Um diesen Überschuss nun zu reduzieren, folgt eine sog. Pooling-Schicht, in welcher typi-

scherweise das Max Pooling angewendet wird: In einem Gitter aus sich nicht überlappenden

13Quelle: Ausschnitt aus Abbildung 12.
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2x2 Zellen wird jeweils der maximal Wert gespeichert und der Rest verworfen. Der Hinter-

grund ist, dass bei Makrostrukturen die (pixel-)exakte Position einzelner Strukturelemente

meist weniger wichtig ist als die Information, dass an dieser Stelle das Element überhaupt

vorhanden ist.

Um graduell komplexere Muster erkennen zu können, werden diese beiden Schritte nach

Bedarf wiederholt. Abschließend befinden sich dann ein oder mehrere vollständig ver-

maschte Neuronale Netze (engl. fully-connected neural network), welche die eigentliche

Klassifizierung vornehmen können. Da die letzte Output-Schicht für jede Kategorie einen

Knoten besitzt, in dem die Wahrscheinlichkeit eines Treffers ihrer Kategorie enthalten ist,

wäre es vorteilhaft dieses Ergebnis in einen einzelnen Wert (die wahrscheinlichste Kategorie)

herunterzureduziert. Hierfür wird in der Regel eine Softmax-Funktion verwendet.

Was man sonst noch über das Thema wissen sollte:

• Das Verwenden von GPUs (Graphical Processing Unit) ist zum quasi Standard im Be-

reich Deep Learning geworden. Mit dem Vordergrund der effizienten Bildmanipulation

sind sie darauf spezialisiert, Matrixmultiplikationen, wie sie in Form von Kernel-Filtern

zu finden sind, effizient durchzuführen. Etabliert durch [17], Referenzwerk [18]

• Der Vorreiter im Gebiet der CNN ist (wieder mal) Google mit der Cloud Schnittstelle

TensorFlow14. Ursprünglich entwickelt um Google Translator basierend auf Nutzer-

feedback intelligenter arbeiten zu lassen, wurde es 2016 unter einer OpenSource Lizenz

veröffentlicht, um Forschung und Entwicklung überall auf der Welt zu fördern. Um die

Leistung weiter zu steigern, wurden speziell für CNN bzw. Tensorflow allgemein ei-

gene Prozessorchips, genannt TPU(Tensor Processing Unit), entwickelt15. TPUs sind

spezielle Berechnungseinheiten, die auf Kosten einiger Nachkommastellen die Rechen-

geschwindigkeit erhöhen.

• Eine Erwähnung wissenschaftlicher Arbeiten zum Thema ,,Go“ wie z. B. AlphaGo[19]16

darf ebenfalls nicht fehlen.

14https://www.tensorflow.org/
15https://cloudplatform.googleblog.com/2016/05/Google-supercharges-machine-learning-tasks-with-custom-chip.

html
16https://deepmind.com/research/alphago/
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3 Gesichtserkennung mit Viola-Jones

In der Objekterkennung kann man zwischen zwei Arten des ,,Erkennens“ unterscheiden:

Auf der einen Seite die kategorische Erkennung, das ,,was“ in dem Bild zu sehen ist; Hierfür

sind Verallgemeinerungen wie Form oder Strukturelemente (z. B. ein Tisch hat vier Bei-

ne und eine Tischplatte) ausreichend. Auf der anderen Seite gibt es das ,,wer“, also das

Unterscheiden innerhalb derselben Kategorie. Wenngleich dies bei den meisten Kategorien

vernachlässigbar erscheint (eine Indizierung aller möglichen Tische oder Stühle bringt kaum

einen Mehrwert abseits der Marke), so hat dieser Schritt bei Gesichtern einen weit höheren

Informationswert, wenn auch nur durch das Verbinden mit dem Profil der Person.

Ein solches zwei-stufiges Erkennungsverfahren verläuft in mehreren Schritten:

1. Finde alle Vorkommnisse des Zielobjekts im Bild.

2. Fall bedingt die Ausrichtung/Helligkeit normalisieren; z. B. Gesichter so ausrichten,

dass Augen auf einer geraden Linie sind.

• Zu beachten sei, dass ein Objekt X immer noch zu Kategorie Y gehört selbst wenn

es in einem unvorteilhaften Winkel gezeigt oder schlecht beleuchtet wird

3. Zerlege das Objekt in Einzelteile mit deren Hilfe es von anderen seiner Kategorie

unterschieden werden kann.

• Im Falle des Gesichts wären das Augenfarbe, Hautfarbe, Gesichtsgeometrie (wie

Abstände & Größen), etc.

4. Zuletzt, kombiniere diese Einzelteile zu einem Entscheidungsträger, mit welchem eine

Datenbank in der Lage ist, das Objekt eindeutig zu identifizieren.

Im Rahmen einer Machbarkeitsstudie im Vorfeld der Arbeit wurde der Feature Descriptor

Histogram of Oriented Gradients (HOG) von Dalal & Triggs[20] verwendet, welcher etwa

zwei Minuten für eine Minute Videomaterial benötigte. Im Folgenden wird allerdings auf

den Vorreiter, das Viola-Jones Framework nach Viola et al.[21], eingegangen und daraufhin

untersucht, inwieweit sich die Bestandteile nutzen lassen, um bestehende Verfahren zu ver-

bessern. Zur Veranschaulichung wird zwar HOG zur Verwendbarkeit herangezogen; dies soll

sich jedoch nicht nur auf diesen beschränken.

Das Verfahren nach Viola-Jones, im englischen Original Viola-Jones object detection frame-

work, ist deshalb von so großer Bedeutung, da es das erste Verfahren war, das Gesichter in

Echtzeit verarbeiten und erkennen konnte. Als Referenzwert: Sie arbeiteten auf einem 700
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MHz Intel Pentium III und es wurden Gesichter mit einer Verarbeitungsgeschwindigkeit von

15fps in Bildern der Größe 384x288px erkannt[21]. Im Folgenden werden die einzelnen Schrit-

te analysiert, in welchem Umfang sie sich zur Geschwindigkeitssteigerung des im Anschluss

an die Evaluation entscheidenden Verfahrens eignen könnten.

3.1 Haar-Feature Selection

Abbildung 7: Ein Haar-Wavelet

Haar-Transformationen (vgl. Fou-
rier mit orthogonal Basis) wer-
den unter anderem in der JPEG-
Kompression verwendet.17

Der erste Teil des Verfahrens, die sogenannten Haar-

Features, basiert zum Teil auf Arbeiten von Papageor-

giou et al.[22] über Haar-Basis Funktionen, die mit Hilfe

einer SVM18 bereits erste Erfolge in der (frontalen) Ge-

sichtserkennung vorzeigen konnten.

Die Funktionsweise der Haar-Features basiert auf der

Schattengeometrie von Gesichtern. Durch eine Reihe von

Beobachtungen lässt sich feststellen, dass z. B. der Na-

senrücken in der Regel heller ist als die tiefer liegenden

Augen. Um diese Bereiche erkennen zu können, werden

die drei verschiedenen Typen von Haar-Features aus Ab-

bildung 8 in beliebigen Ausrichtungen und Größen ver-

wendet. Der Wert eines solchen Features berechnet sich

dabei aus der Differenz der Pixelsummen der dunklen minus der hellen Flächen. Zuletzt wer-

den diese mit Hilfe eines Sliding Windows19 über das Bild gefahren, um alle möglichen Treffer

abzudecken; Die Features, die jedoch am Ende dafür verwendet werden, sind in den nachfol-

genden Schritten auf eine überschaubare Menge konzentriert, von anfangs über 150000 pro

Sliding Window-Frame, auf etwas unter 500 insgesamt.

Bewertung: Die Tatsache, dass die Haar-Features stark von der Beleuchtung abhängig

sind, und, wie sich später zeigen wird, auch auf eine bestimmte Orientierung des Gesichtes,

macht das Verfahren unter nicht-gestellten Situationen sehr schwach. Abseits davon, sind die

Features selbst der Kern eines jeden Verfahrens; Es wäre nicht mehr derselbe Algorithmus

wenn man diese frei austauschen würde.

17Bildquelle: https://commons.wikimedia.org/wiki/File:Haar wavelet.svg
18Support Vector Machine
19Grundauflösung 24x24 px, siehe Glossar
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Abbildung 8: Die drei Arten von Haar-Features (HF2, HF3, HF4).

3.2 Integral Images

Der folgende Abschnitt beschäftigt sich mit der effizienten Berechnung von Flächensummen,

wie sie von den oben genannten Haar-Features verwendet werden. Unter dem alternativen

Namen Summed Area Table wurde es 1984 von Frank Crow zur Beschleunigung von Texture-

Mapping auf 3D-Modellen erdacht [23]. Der hier verwendete Begriff Integral Images stammt,

wie das Prinzip dahinter, ebenfalls von Viola et al.[21].

Abbildung 9: Schematische
Darstellung des Zugriffs

Der Wert jeder Zelle (x, y) dieser Tabelle beträgt dann

ISum(x, y) :=

x′,y′=0∑
x′<=x,y′<=y

i(x′, y′) mit i(x, y) := Intensität

Durch Ausnutzen der Rekursivität (ISum(x, 0)− ISum(x−
1, 0) = i(x, 0)) lässt sich diese Formel verallgemeinern auf

I(x, y) = i(x, y)− I(x− 1, y− 1) + I(x, y− 1) + I(x− 1, y)20,

was es ermöglicht, die Tabelle in einem Durchgang zu füllen. Dies erlaubt es, ein Rechteck

beliebiger Größe und Position in konstanter Zeit mit nur vier Zugriffen berechnen zu können.

Bedingt durch die Geometrie der Haar-Features können dementsprechend HF2 mit sechs;

HF3 mit acht; HF4 mit neun Zugriffen berechnet werden.

Alternative: Pyramiden

Abseits des obengenannten sind Pyramiden die verbreitetste Art und Weise für den Um-

gang mit Skalierung. Die Schichten einer solchen Pyramide enthalten dabei die Grafik voraus-

berechnet in mehreren Zoomstufen. Bei facettenreichen 3D-Modellen, z. B. in Videospielen,

erhöht dies den Realitätsgrad und steigert die Verarbeitungsgeschwindigkeit, auf Kosten

des Speicherbedarfs. Es existieren zwei gebräuchliche Formate dieser Pyramide: Gaußsche

20I(x, y) = 0 für x, y < 0
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Pyramiden verwenden hochauflösende Bilder um sie auf die gewünschte Größe herunterzu-

skalieren; Laplace-Pyramiden hingegen werden in die andere Richtung zum Hochskalieren

verwendet. In Kombination mit Differenzbildern (Zwischenstufen einer Gaußschen Pyrami-

de) kann das Verfahren zur Bildkompression eingesetzt werden[24]. Bei der Bildverarbeitung

bedeutet dies nun, dass jedes Bild zuerst in eine vorbestimmte Anzahl an Zoomstufen21 vor-

ausberechnet wird, um anschließend einen Monoskalaren Detektor darauf anzuwenden. In

Viola et al.[21] wird beschrieben, dass allein das Berechnen einer solchen Pyramide länger

dauert als ihr Verfahren für alle Zoomstufen desselben Bildes benötigt.

Abbildung 10: Beispiel einer Pyramide22

Bewertung: Integral Images sind eine ef-

fiziente und schnelle Methode zur Flächen-

summenberechnung mit variablen Abmes-

sungen, was bei Multiskalaren Detekti-

onsverfahren einen immensen Vorteil ge-

genüber den Pyramiden mit sich bringt.

Bei Moloskalaren Verfahren, wie HOG sie

anwendet, wären Pyramiden sinnlos, wo-

hingegen Integral Images keinen Vorteil bei

einheitlich großen Features bieten. Porik-

li[25] beschreibt eine Methode, bei der ei-

ne angepasste Version zur Vorberechnung

der Orientations-Kanäle verwendet wurde.

Aufbauend auf den Ergebnissen von Da-

lal & Triggs[20], dass mit Hilfe verschieden

großer Blockgrößen eine geringe Verbesse-

rung auf Kosten der Rechenzeit erziehlt werden kann, zeigt Zhu et al.[26], dass in Kombina-

tion mit einer Degenerativen Kaskade (siehe 3.4) durchaus eine Performanz-Steigerung um

das 70-fache erreicht werden kann.

2111 bei VJ; jede Stufe etwa 25% kleiner als die vorherige
22Quelle siehe Anhang 2.
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3.3 Adaboost Training

Das in Viola-Jones eingesetzte Lernverfahren ist Adaboost, kurz für ,,Adaptive Boos-

ting“[27]. Bezogen auf die in Abschnitt 2 beschriebenen Unterteilungen ist es als Machi-

ne Learning einzuordnen. Die grobe Funktionsweise ist, dass es jeden Entscheidungsträger

auf seine Aussagekraft hin überprüft und daraus einen schwach-gewichteten Klassifizierer

erstellt. Die N besten werden dann am Ende zu einem stark-gewichteten Klassifizierer ver-

kettet. Im Gegensatz zu anderen Trainingsarten, wie z. B. SVMs23, werden dabei nur jene

Features ausgewählt die auch eine eindeutige Verbesserung des Ergebnisses erzielen können;

dies wird im Englischen auch Predictive Power (Vorhersagekraft) des Models genannt.

Im Allgemeinen ist ein solcher Klassifizierer als die Summe der dazugehörenden schwach-

gewichteten Klassifizierer definiert [FT (x) =
∑T

t=1
ft(x)]; ein schwacher Klassifizierer wieder-

um ist definiert als eine Zustandsfunktion, die zu einem Objekt x einen Vektor zurückliefert,

der die vermutete Kategorie repräsentiert. In einem 2D-Raum kann beispielsweise das Vor-

zeichen die Klassifizierung sein, während der Absolutwert die Verlässlichkeit darstellt. Dies

wird im Folgenden als h(xi) bezeichnet.

Des weiteren wird, pro Klassifizierer, für jedes Objekt eine Gewichtung at gesucht, die zu-

sammen mit h(xi) den gewichteten Fehlerkoeffizienten Et des vorherigen Klassifizierers ver-

ringert.

ET =
∑
i

E[Ft−1(xi) + at ∗ h(x− 1)]

Abschließend wird jedem Objekt ein eigenes Gewicht wt = E(Ft−1(x) zugewiesen, basierend

darauf, ob sie richtig erkannt wurden oder nicht (Dafür ist die vorherige Markierung des

Trainingssets erforderlich). Je kleiner, desto mehr haben dieses Objekt erkannt, was die

entsprechenden Klassifizierer-Gewichte ,,glaubwürdiger“ macht.

Viola et al.[21] verwendete eine leicht modifizierte Version von Adaboost die auf die Haar-

Features angepasst ist. Die Entscheidungsträger sind in diesem Fall die Haar-Features und

die Zustandsfunktion ist eine Grenzwertfunktion, die entscheidet, wie sicher das Feature als

Gesicht bzw. nicht als Gesicht zu bewerten ist. Zudem reduziert Adaboost die Anzahl der

Features von ca. 16200024 auf einige hundert bis tausend.

23Support Vector Machines
24basierend auf der Grundauflösung des Sliding Windows von 24x24px
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3 GESICHTSERKENNUNG

Der Ablauf ist wie folgt:

Init Gegeben sei eine Menge an Trainingsdaten der Größe N mit den Eigenschaften (xi, yi);

mit yi ∈ {1,−1} abhängig ob es ein Bild enthält oder nicht.

1. Initialisiere Gewichtung wi1 = 1
N

2. Für jedes mögliche Feature fj in j = 1, ...,M

(a) Renormalisiere
∑N

i=1w
i
j = 1

(b) Teste f für alle Bilder i und finde Grenzwert θj + Kategorie sj, sodass der ge-

wichtete Fehlerkoeffizient minimal ist.

θj, sj = arg min
θ,s

N∑
i=1

wijε
i
j mit εij =

0 yi = hj(x
i, θj, sj)

1 ansonsten

(c) Setze die Gewichtung αj = 1− Fehlerrate.

(d) Reduziere die Gewichtung wij+1 für jene Bilder, die korrekt erkannt wurden.

3. Kombiniere die Resultate zu einem stark-gewichteten Klassifizierer h(x):

h(x) = sign

(
M∑
j=1

αjhj(x)

)
mit hj(x) =

−sj fj < θj

sj ansonsten

Bewertung: AdaBoost war damals und ist immer noch einer der besten Lernalgorithmen

wenn eine große Menge an Entscheidungsträgern in einen Entscheidungsbaum umgewandelt

werden soll. Kégl[28] stellt eine Erweiterung vor, die auf einer Höhe mit Support Vector

Machines (SVMs) stehen. Wie bereits im vorherigem Kapitel erwähnt, wird Adaboost von

Zhu et al.[26] verwendet, um eine effiziente Auswahl aus den nun in verschiedenen Größen

vorhandenen HOG-Features25 zu bewerkstelligen. Zum Vergleich: Bei Dalal & Triggs[20] sind

es 105 Blöcke, während Zhu aus 5031 Blöcken auswählt.

3.4 Cascading Classifiers

Als letztes wird eine Entscheidungskaskade, die Cascading Classifiers, eingesetzt. Betrach-

tet man die Menge aller Frames, die ein Sliding-Window aus einem Bild extrahiert, dann

wird der Anteil der Frames, die tatsächlich ein Zielobjekt erhalten können, relativ gering

25siehe Abschnitt 4.
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3 GESICHTSERKENNUNG

sein. Ohne die Kaskade würden für jedes Frame alle (bzw. bis zu einem gewissen Fehler-

grenzwert) Entscheidungsträger ausgewertet werden, was in 99% der Fälle erfolglos bleiben

wird. Dalal & Triggs[20],

Die Idee ist nun, dass jede Schicht einen Entscheidungsträger so trainiert, dass er nur einen

bestimmten Prozentsatz der falschen Bilder aussortiert und alle anderen akzeptiert. Der Un-

terschied ist jedoch, dass die nachfolgenden Schichten nur mit den zuvor akzeptierten Bildern

trainiert werden, was immer komplexere Entscheidungsträger erfordert, um die Fehlerrate

weiterhin einzuhalten. Im späteren Einsatz werden abgelehnte (Sliding-Window)Frames so-

fort abgebrochen, was bei einer effektiven Eingangsschicht eine Beschleunigung von bis zu

50% erbringen kann. Im Folgenden wird der grobe Ablauf veranschaulicht:

Als Eingabe dienen:

1. f = maximal akzeptierte Fehlerrate pro Schicht (False Positive Rate)

2. d = minimal akzeptierte Erkennungsrate pro Schicht (True Positive Rate)

3. Ftarget = maximale Fehlerrate der Kaskade mit Fges =
∏K

i=1
Fi

4. P,N als Menge der positiven bzw. negativen Bilder.26

in i t : F , D, n → L i s t e

F [ 0 ] = 1 . 0 , D[ 0 ] = 1 . 0 , i = 0

while F[ i ] > Ftarget do // Füge neue S c h i c h t hinzu :

i ++; n [ i ] = 0 ; F [ i ] = F [ i −1]

while F[ i ] > f × F[ i −1] do

n [ i ]++ // Anzahl der Features

T r a i n i e r e K l a s s i f i z i e r e r aus n [ i ]−Features mit P & N

Teste K l a s s i f i z i e r e r und s e t z e F [ i ] , D[ i ] entsprechend

i f D[ i ] < d × D[ i −1] then loop

Verr inge re Grenzwert θ des K l a s s i f i z i e r e r s

until D[ i ] >= d × D[ i −1]

N = ∅ // Leere NegativMenge

i f F[ i ] > Ftarget then

Eva lu i e r e Sch icht mit OriginalMenge von N

Füge a l l e T r e f f e r in N e in .

Listing 1: Cascading Pseudocode

26K = Anzahl der erzeugten Schichten
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Eine Schicht wird den Klassifizierer solange erweitern bis eine messbare Verbesserung der

Fehlerrate erzielt werden kann; umgekehrt werden Schichten hinzugefügt solange die Test-

menge keine zufriedenstellend geringe Fehlerrate feststellt. Die Experimente von Viola et al.[21]

brachten eine Kaskade mit 32 Schichten hervor, bestehend aus insgesamt 4297 features. Die

ersten beiden Schichten, bestehend aus 2 und 5 jeweils, sortierten bereits 80% der Negativen

Frames aus. Die Kaskade als Ganzes steigert die Effizienz um ca. 1000%.27

Bewertung: Kombiniert mit einem der inzwischen zahlreichen Varianten der Boost-Familie

erzeugen Cascading Classifiers immer noch eine der besten Entscheidungsbäume im Bereich

der Bildverarbeitung. Wie in den vorherigen zwei Abschnitten hat Zhu et al.[26] auch die

Cascading Classifiers verwendet, um die von Adaboost erstellten SVMs als Klassifizierer zu

trainieren und in einem Entscheidungsbaum abzubilden. Abschließend berichten sie, dass im

direkten Vergleich mit dem Original nach Dalal & Triggs[20] nicht nur ähnliche Resultate

produziert werden, sondern diese auch um bis zu 70fach schneller berechnet wurden.28

3.5 Evaluation

Nun, stellt sich die Frage: Wenn die Einzelteile so erfolgreich sind, wieso wird der Algo-

rithmus als Ganzes nicht mehr breitflächig verwendet? Das Hauptproblem sind wie bereits

erwähnt die Haar-Features. Der Ursprung lag darin, eine effiziente Gesichtserkennung für

Umgebungen zu bauen, in denen CPU-Leistung Luxusgut ist, beispielsweise in Digitalkame-

ras. Dies mag zwar um die 2000er herum Gültigkeit gehabt haben, jedoch wie alles andere

sind auch Kameras heutzutage Hochleistungsgeräte. Nichtsdestotrotz hat der daraus entstan-

dene Autofokus überlebt29. Haar-Features sind zu abhängig von den Optimalbedingungen

um effizient zu sein. Die Nachteile im Detail:

1. Die Abhängigkeit von Licht: Die Evaluierung funktioniert nur mit Licht aus einer

bestimmten Richtung, welche annehmbarer Weise oben durch die Sonne ist; kommt

das Licht jedoch von der Seite, müsste entsprechend ein neues Trainingsset gebaut

werden. Unzureichende Beleuchtung (oder zu viel) könnte jedoch in gewissem Rahmen

durch Gammakorrektur behoben werden.

2. Da Haar-Features auf Rechtecke beschränkt sind, sind Drehungen oder Neigungen des

27Quelle: [VJ] s.15 & fig.7
28Hinweis: Diese Algorithmus ist geschützt unter US-Patent 20070237387.
29siehe 3 für ein Beispiel
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Zielobjekts meist unmöglich zu erkennen (Überspezialisierung auf Trainingsbilder),

abseits der Tatsache, dass ein eigenes Trainingsset erforderlich wäre.

Wie bereits oben erwähnt, das Austauschen der Features durch andere Informationseinhei-

ten, wie es Zhu et al.[26] beschreibt, zeigt, dass dieser Ansatz noch lange nicht ins Archiv

gehört. Die Vorteile im Einzelnen:

1. Inverted Images macht die Features unabhängig von Skalierung und Position des Ziel-

objekts. Dies ist auch der Hauptvorteil gegenüber den verbreitet eingesetzten Pyrami-

den.

2. AdaBoost war schon damals etabliert, und das hat sich bis heute nicht verändert.

Es gibt verschiedenste Varianten für unterschiedliche Problemstellungen, um aus einer

Menge an Entscheidungsträgern die Besten auszuwählen.

3. Und zuletzt, die Cascading Classfiers, welche durch einen Degenerativen Entschei-

dungsbaum effiziente Vorsortierung von zu evaluierenden Bildausschnitten eines Sliding-

Windows vornehmen.
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4 Stand der Technik

Wie bereits in Abschnitt 3 erwähnt, gibt es drei Schritte ein Objekt, hier ein Gesicht, zu

identifizieren:

1. Finden aller Vorkommnisse

2. Ausrichten auf einen Normwinkel

3. Vektorisieren und mit Datenbank vergleichen

4.1 Erkennen der Gesichter

Die aktuellen state-of-the-Art Technologien in diesem Bereich sind Histogram of Oriented

Gradients (HOG) nach Dalal & Triggs[20] und Scale-invariant feature transform (SIFT),

wobei im Folgenden näher auf HOG eingegangen wird.

Zuerst wird das Bild angepasst. Die gängisten Varianten sind:

1. Anwenden eines Gaußschen Weichzeichners, um Kompressions-Rauschen zu entfernen;

dies ist nur ratsam wenn die Hauptgradienten stärker hervorgehoben werden sollen.

2. Transformieren der Farbkanäle in ein Graustufen-Bild;

3. Anwenden der Gammakorrektur, meist um die allgemeine Helligkeit zu normalisieren.

4. Skalieren auf ein volles Vielfaches der Sliding-Window Schrittweite oder eines anderen

Richtwertes.

Es ist implementierungsabhängig, welche davon ausgeführt werden oder ob das Bild in Ori-

ginalform verarbeitet wird. Die verbreitetsten Implementierungen befinden sich in den Fra-

meworks Open Source Computer Vision Library (OpenCV) und dlib30. Beide beinhalten

zudem eine große Bandbreite an Funktionalität für den Bau eigener Verfahren im Bereich

der digitalen Bildverarbeitung.

Als nächstes wird ein Edge-Detektor genutzt um die Gradienten des Bildes herauszuar-

beiten. Es hat sich herausgestellt, dass die effektivsten Filter hierfür simple eindimensionale

Ableitungen, wie die 1x3 Variante des Sobel-Operators31, sind. Die eigentlichen Gradien-

ten entstehen dann durch das Durchlaufen in beide Richtungen. Seien die Gradienten in

x-Richtung gx und die in y-Richtung gy, dann lassen sich zwei Metriken daraus berechnen:

30http://opencv.org und http://dlib.net/
31[−1, 0, 1]
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Die Intensität(en) mit
√
gx2 + gy2; und die Orientierung mit arctan

(
gx
gy

)
. OpenCV bietet

hierfür die Funktion cartToPolar(gx, gy) an. Dalal & Triggs[20] weisen darauf hin, dass bei

Farbbildern die Gradienten für jeden Farbkanal separat berechnet und anschließend nur der

höchste Wert zur Berechnung der Metriken genutzt wird.

Da ein einzelner Gradient jedoch an sich nur geringen Informationsgehalt besitzt, werden

sie in quadratische ,,Zellen“ der Größe 8, 16, oder 32 zusammengefasst. Innerhalb dieser

Zellen werden die Intensitäten nach ihren Orientierungen gruppiert und zusammengezählt.

Anhang V zeigt ein Beispiel. Zuletzt wird mit einem Sliding-Window dann über das Fea-

ture gefahren, um nach das Zielobjekt identifizierenden Mustern zu suchen. Es bietet sich

an, Zellen zuvor zu Blöcken zusammenzufassen, um eventuelle Intensitätsspitzen wegzunor-

malisieren; einige Implementierungen verwenden stattdessen eine Vektormaske, die aus dem

Durchschnitt aller positiven Trainingsbilder erzeugt wurde. In beiden Fällen wird die Eva-

luierung durch eine SVM durchgeführt.

4.2 Ausrichten des Gesichts

Es hat sich herausgestellt, dass das Ausrichten des Gesichts auf einen gewissen Mittelwert

(z. B. die Augen immer auf einer Linie, Nase zentriert, etc.) die Qualität der Ergebnisse

steigern kann. Um die erhaltenen Gesichter nun auf diesen Mittelwert hin zu transformieren

wird eine Technik names Face landmark estimation (etwa Gesichtslandkarte) verwendet.

Es existieren viele verschiedene Implementierungen hiervon [29, 30, 31, 32, 33, 34]; im

Folgenden wird sich auf [34] in der Form in welcher es bereits in dlib vorhanden ist, bezogen.

Laut [35] ist die Implementierung von dlib theoretisch in der Lage die Facial Landmarks in

etwa einer Millisekunde zu finden; Da dem jedoch die Gesichtserkennung voran geht, dauert

der ganze Prozess etwa 30ms. Mit etwas Optimierung kann dies jedoch immer noch eine

Verarbeitungsgeschwindigkeit von etwa 60 bis 70 fps schaffen.32 Anschließend müssen die-

se Landmarks dann noch auf die zuvor erwähnte Durchschnittsform transformiert werden.

Da Parallelitäten erhalten bleiben sollen, werden ausschließlich affine Transformationen ver-

wendet. Ziel ist es, die nun gefundenen Landmarks auf die in Abbildung 11b gezeigte Form

zu transformieren, damit die Augen und Mundwinkel auf parallel zueinander verlaufenden

Linien liegen. Abbildung 11a und 11c zeigen ein Beispiel.

32Werte stammen aus eingebettetem Video in [35].
33Siehe Anhang 2für Quelle des Orginalbilds von (a)/(c) sowie von (b).
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(a)

(b) (c)

Abbildung 11: Vorher-nachher Bild von Will Ferrell bei Ausrichten auf die zentrierte Maske.33

4.3 Vektorisieren / Encodieren

Als letztes müssen dann noch die Gesichter zu den Personen zugeordnet werden. Ein trivialer

Ansatz wäre es, die unbekannten mit allen bereits bekannten Gesichtern zu vergleichen, was

aber aus offensichtlichen Gründen nicht praktikabel ist. Ein anderer Ansatz wäre es, einige

definierende Merkmale und/oder Größenverhältnisse dafür heranzuziehen, wie Augenfarbe,

Länge des Nasenrückens, Stirnhöhe, etc. Es hat sich jedoch herausgestellt, dass solche Merk-

male von geringem Nutzen für den Algorithmus sind; Stattdessen ist es das Beste, die für

ihn nützlichen Angaben durch den Algorithmus selbst bestimmen zu lassen. Zu diesem und

inzwischen vielen weiteren Zwecken wird Deep Learning verwendet. Anzumerken sei, dass

neuronale Netze auch dafür verwendet werdenm dessen biologisches Vorbild, das Gehirn,

besser zu verstehen.

Genauer, es wird in den meisten Fällen ein Deep Convolutional Neuronal Network 34 ver-

wendet, um diese Abmessungen zu erhalten. Als Trainingsmethode wird dabei sogenanntes

Triplet Sampling (engl. Drillingsbeprobung) eingesetzt: Es werden zuerst zwei Bilder des

Gesichts der gewünschten Person eingespeist und dann mit einem dritten, fremden Gesicht

überlagert. Das neuronale Netz wird nun versuchen, dass die Differenz der Abmessungen der

ersten beiden Bilder zueinander kleiner ist als zum dritten Bild. Wird dies nun Millionen

mal wiederholt, sollte das neuronale Netz in der Lage sein, zuverlässige Abmessungen für

jedes Gesicht zu erzeugen [36]. Ein Auszug aus einer auf diese Weise generierten Liste ist in

34Wie in Abschnitt 2.4, s.13 erläutert.
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Tabelle 1 zu sehen.

0.097496084868908

0.12529824674129

0,030809439718723

. . .

Tabelle 1: Beispiel für
Abmessungen

Auch wenn das Training mit sehr hohem Rechenaufwand verbunden

ist, so muss es nur einmal am Anfang durchgeführt werden. OpenFace

bietet ein bereits ausreichend trainiertes Netz für genau diesen Zweck

an35, worauf sich nachfolgende Arbeiten stützen werden.

In einem letzten Schritt müssen diese Abmessungen dann mit dem

gewünschten Namen zusammen in ein simples Klassifizierungssystem

(z. B. eine SVM) eintrainiert werden, damit zukünftige Abmessungen

(aus unbekannten Gesichtern) korrekt zugeordnet werden können.

35https://github.com/cmusatyalab/openface/tree/master/models/openface
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5 Methodiken der Evaluation

Dieser Abschnitt befasst sich mit Methodiken, wie verschiedene Objekterkennungsverfahren

miteinander verglichen werden können. Zu unterscheiden sind dabei solche, die nur eine

räumliche Erkennung oder Abgrenzung vornehmen (meist Detektoren); und solchen, die sich

bemühen Informationen zu extrahieren oder zu klassifizieren (Deskriptoren).

5.1 Intersection over Union

Der Jaccard Index[37], auch genannt Jaccard Koeffizient oder Intersection over Union,

ist eine Methodik die Ähnlichkeit zweier Datensätze zueinander zu bestimmen. Er ist defi-

niert als das Ergebnis der Schnittmenge (Intersection) geteilt durch die Vereinigungsmenge

(Union) beider Datensätze:

J(A,B) =
|A ∩B|
|A ∪B|

=
|A ∩B|

|A|+ |B| − |A ∩B|

Daraus leitet sich ab, dass, je geringer die nicht miteinander geteilte Menge ist, desto größer

muss die Ähnlichkeit der beiden Datensätze zueinander sein.

Umgekehrt existiert die Jaccard Distance als Maß für die Unterschiedlichkeit zweier Da-

tensätze und ist damit das Komplementär zum Jaccard Index. Sie berechnet sich entweder

aus der Differenz des Indexes zu 100% [1 − J(A,B)] oder alternativ aus der Differenz der

Vereinigungsmenge und Schnittmenge geteilt durch die Schnittmenge:

Abbildung 12: Intersection-
over-Union Beispiel36

dJ(A,B) =
|A ∪B| − |A ∩B|

|A ∪B|

Angewandt auf die Bildverarbeitung wird er dazu verwen-

det, die Qualität eines Trainings mit Hilfe der tatsächlichen

Positionen zu bewerten. Es kann dabei jeder Algorithmus ge-

testet werden, solange dessen Ergebnisse eine Bounding Box

um die erkannte Bildregion wiedergeben. Voraussetzung ist

36Bildquelle: https://commons.wikimedia.org/wiki/File:Intersection over Union - object detection
bounding boxes.jpg
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natürlich, dass die Trainingsdaten ebenfalls (manuell) mit solchen Rahmen versehen wurden,

um besagte Überschneidung feststellen zu können (siehe Abbildung 12).

Eine solche Qualitätskontrolle wird in drei Schritten durchgeführt: 1. Trainieren des Detek-

tors mit einem Trainingssatz; 2. Anwenden des Detektors auf einen Testsatz ; 3. Vergleichen

der Testergebnisse mit den manuell markierten Bounding Boxen. Um die Überspezialisierung

gering zu halten, kann die Menge der Trainingsbilder und der Testbilder per Zufall (in einem

festgelegten Verhältnis) aus einem kombinierten Satz ausgewählt werden.

Listing 2 zeigt in Pseudocode wie sich der IoU-Wert aus einem Detektionsergebnis und dem

korrespondierenden Trainingsrahmen berechnen lässt:

ca l c IoU (bA, bB) {
// Bestimme den Bereich der Schnit tmenge

xA, yA = max(bA. x1 , bB . x1 ) , max(bA. y1 , bB . y1 )

xB , yB = min(bA. x2 , bB . x2 ) , max(bA. y2 , bB . y2 )

// Berechne R e c h t e c k s f l ä che

areaA , areaB , areaIoU = ( . x2 − . x1 +1) ∗ ( . y2 − . y1 +1)

// Berechne IoU

iou = areaIoU / ( areaA + areaB − areaIoU )

return iou

}

Listing 2: Berechnung Intesection of Union

5.2 Confusion matrix

Im Bereich der Klassifizierungssysteme werden hingegen meist Wahrheitsmatrizen (engl.

confusion matrix, error matrix ) verwendet. Eine solche Tabelle kreuzt die tatsächliche An-

zahl an positiv und negativ markierten Trainingsdaten mit denen, die das System als solche

erkannt hat. Typischerweise wird es für binäre Klassifizierungen nach dem Ja-Nein Schema

verwendet; Es lässt sich jedoch beliebig auf n-dimensionale Klassifizierungen erweitern. An-

zumerken sei, dass diese Methodik allgemein für alle Arten von statistischen Testverfahren

verwendet wird, allen voran in der Medizin für symptomatische Schnelltests, aber eben auch

in der Informatik.
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Wahrheitswert
Positiv Negativ

Vermutung
Positiv TP FP
Negativ FN TN

TruePositive = Treffer
FalsePositive = Falscher Alarm

FalseNegative = Übersehen
TrueNegative = Verworfen

Abbildung 13: Confusion Matrix

Abbildung 13 zeigt den allgemeinen Aufbau einer solchen Tabelle. Wie der Tabelle zu entneh-

men ist, gibt es zwei Fälle von Fehlern zu unterscheiden: Im ersten Fall werden Unwahrheiten

akzeptiert (z. B. Verhaftung eines Unschuldigen); und im zweiten werden Wahrheiten abge-

lehnt bzw. nicht erkannt (z. B. Freispruch eines Kriminellen). Alternativ werden sie auch

FehlerTyp I und II genannt. Es lassen sich verschiedenste Metriken daraus ableiten, aber die

Wichtigsten davon sind:

• die Sensibilität (engl. Sensitivity), die Wahrscheinlichkeit, dass ein Vorhandensein

auch erkannt wird; (→ TP/
∑
Positiv)

• die Spezifität (engl. Specificity), die Wahrscheinlichkeit, dass Abwesenheit als solche

erkannt wird; (→ TN/
∑
Negativ)37

• sowie die Präzision (alternativ PPV38) bzw. Verlässlichkeit, dass ein gegebenes positives

Ergebnis auch tatsächlich positiv ist;

• und dessen Antithesis NPV38, für negative Ergebnisse.

Weiterhin wichtig ist die Prävalenz (engl. Prevalence), der Prozentsatz des Datensatzes der

das Zielobjekt beinhaltet. Eine Vorhersage wäre schließlich selbst dann 100% korrekt, wenn

alle Daten im Satz der selben Wahrheitsklasse angehören würden. Das ist auch der Grund,

weshalb PPV und NPV keine verlässlichen Metriken sind, da sie nicht selbst-definierend sind.

Zudem sind sie zueinander nahezu ausschließend, da entweder ein verlässlicher Ausschluss

(NPV ↑ = FN ↓, FP ↑) mit anschließend eingehender Untersuchung der (meist wenigen)

positiven Ergebnisse erfolgt; oder umgekehrt ein verlässlicher Treffer (PPV ↑ = FP ↓, FN ↑)
und Untersuchung der negativen Ergebnisse.

Eine weitere Maßzahl, welche vor allem im Bereich des Machine Learning verwendet wird,

ist der Matthews Kooeffizient[39]. Er wird folgendermaßen aus den vier Grundwerten der

37Sensibilität & Spezifität sind normiert unter EUR 17538
38Positive Predictive Value & Negative Predictive Value[38]
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5 METHODIKEN DER EVALUATION

Tabelle berechnet:

MCC =
TP × TN − FP × FN√

(TP + FP )(TP + FN)(TN + FP )(TN + FN)

Dabei entsteht eine Zahl im Bereich [−1, 1], wobei 0 für ,,nicht besser als zufälliges Ra-

ten“ steht und positive bzw. negative Werte den Grad der Verbesserung/Verschlechterung

gegenüber diesem Nullpunkt aufzeigen.
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6 Texterkennung

Im Vergleich zur Objekterkennung und im Speziellen zur Gesichtserkennung sind die Zie-

lobjekte bei der Texterkennung, also die Zeichen eines Textes, von theoretisch begrenzter

Anzahl und wohldefiniert in ihrer Form. Generell gibt es zwei Richtungen zu unterscheiden:

• Optical Character Recognition (OCR) für gedruckten bzw. machinell gefertigten Text

• Intelligent Character Recognition (ICR) umfasst zusätzlich handschriftlich verfassten

Freitext

Der Hauptunterschied zwischen der statischen OCR und dynamischer ICR ist, dass in der

Echtzeiterfassung der Bewegungsablauf für das Schreiben des Zeichens als zusätzlicher Ein-

gabeparameter zur Verfügung steht[40]. Ursprünglich enstanden aus dem Bedarf Lesegeräte

für Blinde zu bauen, wurde es zuerst hauptsächlich zur Digitalisierung von von Hand aus-

gefüllten Dokumenten, wie Formulare, verwendet. Erst allmälich, mit Fortschritten in der

Technik, kam die etwas aufwändigere Handschriftenerkennung hinzu, was die Digitalisierung

alter Bücher und Manuskripte erlaubt39

6.1 Allgemeines

Wie zuvor bei der Objekterkennung gibt es einige gängige Aufbereitungsschritte, um die

Qualität des Ergebnisses zu steigern:

Normalisierung

Sicherstellen einer geraden Ausrichtung, Größe, etc. und eventuelle Störflächen (versuchen)

auszugleichen; ein Beispiel wäre ein Kaffeefleck auf einem eingescannten Dokument oder das

Rauschen der Papierstruktur.

Binarisation Zwei-Farben-Bild

Da für die Erkennung eines Zeichens effektiv nur dessen Form zu erkennen sein muss, hat

es sich etabliert, ein solches Dokument in ein binäres Schwarz-Weiß Bild zu transformieren.

Effektiv soll dabei eventueller Hintergrund weg reduziert werden (Weiß/0), während alles

andere eingeschwärzt wird (Schwarz/1)[41]. Es hängt natürlich von der Problemstellung ab,

welche Teile als unwichtig markiert werden sollen und welche nicht. Insbesondere Formulare

39Projekt Gutenberg beschreibt den Nutzen davon für ihre Zwecke seit 1989
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6 TEXTERKENNUNG

sind darauf ausgelegt, schnell und effizient ausgelesen zu werden, und beinhalten daher meist

eine kontrastreiche, vorgedruckte Segmentierung, die das Ausfüllen in Druckbuchstaben er-

leichtert.

Layout-Analyse

Um insbesondere bei mehrspaltigen Dokumenten die Reihenfolge des Textflusses zu erhalten,

muss eine Strukturanalyse des Dokuments durchgeführt werden, um die verschieden Inhalts-

typen wie Überschriften, Blocktext, Aufzählungen, Tabellen, Bilder, etc. sauber voneinander

zu trennen. Der exakte Ablauf sowie Durchführung wird meist auf den zu erwarteten Ein-

gabetyp angepasst. Bei einem Freitext Bild, d. h. einem Bild, in dem zufällig Text enthalten

ist, wird sicherlich keine Layout-Analyse stattfinden, und man würde eher eine normale

Objekterkennung bemühen, um die Textregion einzugrenzen.

Der eigentliche Verarbeitungsschritt besteht dann meist in der Segmentierung von zuerst

Linien, Wörtern, und zuletzt Zeichen; das Erkennen der Schriftart, wenn trainiert, kann den

Prozess beschleunigen. Abseits der primitiven auf Pixelmuster basierenden Vergleiche aus

den Anfängen der Textverarbeitung wird heutzutage durch sog. Nearest Neighbour clas-

sifiers (engl. Nächster Nachbar Klassifizierer) aus teilweise mehrfach unterteilten Zeichen

der bestmögliche Treffer gesucht. Der Prozess ist stark rekursiv, da in einer bestimmten

Sprache bestimmte Zeichenfolgen häufiger zusammen auftauchen als andere, was zu einem

selbst-korrigierenden Prozess führt. Typische Beispiele wären c| < − > d, oder rn < − > m.

Unterstützt durch Wörterbücher können dadurch auch ganze Wörter zumindest als Korrek-

turvorschlag angegeben werden.
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6 TEXTERKENNUNG

6.2 Tesseract

Abbildung 14: Tesseract-Logo40

Main Repository: https://github.com/tesseract-ocr/tesseract

Das am weitesten verbreitete und auch etablierteste System zur Texterkennung ist Tesseract

(siehe Abbildung 14) welches seit 2008 von Google gesponsert wird. 41

Dessen grundlegender Ablauf ist wie folgt:

1. Allgemeine Normalisierung des Eingabebildes

2. Page Layout Analyse: Zeilen (und eventuelle Spalten) erkennen, um Linien zu extra-

hieren

3. Linien normalisieren und in Wörter zerteilen.

4. ,,Chopping“ des Wortes in Glyphe-Kandidaten.

5. Identifizieren der Segmente; eventuell unter Einbindung von Nachbarn

6. Besten Treffer für Wort als ganzes suchen

7. Schritte 5-6 wiederholen bis eine zufriedenstellende Kombination aller Segmente ge-

funden wurde.

8. Evtl. umgebrochene Wörter verbinden & Kreuz-Vergleich auf oft zusammen vorkom-

mende Wortfolgen (wie New York City)

9. Nachbereitung und Ausgabe

Im Folgenden wird etwas genauer auf die Schritte 2, 5, und 6 eingegangen42

40Bildquelle: https://commons.wikimedia.org/wiki/File:TesseractLogo.png
41https://web.archive.org/web/20061026075310/http://google-code-updates.blogspot.com/2006/08/

announcing-tesseract-ocr.html
42basierend auf den Unterlagen zu https://github.com/tesseract-ocr/docs/tree/master/das tutorial2016/

und [42].
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(a) (b) (c)

Abbildung 15: Schematische Darstellung simpler Neuronaler Netze.43

Layout-Analyse

Da für den Algorithmus ein Bild unabhängig vom Inhalt nur eine Ansammlung von Pixeln

ist, muss in jedem Bild wie zuvor bei der normalen Objekterkennung der Text zuerst gefun-

den werden. Unter der Annahme einer eingescannten Seite eines Journals, Zeitung, etc., ist

die Herausforderung, die unterschiedlichen Teilelemente nicht miteinander zu vermischen.

Abbildung 15 zeigt ein kleines Beispiel: Es muss erkannt werden, dass so etwas wie ,,Spal-

ten“ existiert, um sie nicht mit einem Wortzwischenraum zu verwechseln. Um die einzelnen

Regionen zu klassifizieren existieren zwei Varianten: Top-down wird in der Regel für vortrai-

nierte/vordefinierte Muster, wie z. B. Formulare, genutzt; Bottom-Up hingegen ist freier und

ähnelt mehr einer Blob-Detektion. Es wird versucht zusammenhängende Pixel in Regionen

zusammenzufassen, welche in bestimmten Abständen zu rechteckigen Boxen verallgemeinert

werden. Darauf aufbauend muss natürlich die Flussrichtung erkannt werden, da u. a. einige

ostasiatische Sprachen wie Japanisch, Chinesisch, und Koreanisch in horizontaler wie vertika-

ler Richtung geschrieben werden können. Zuletzt müssen mit Hilfe der Fluchtlinien, die sich

zwischen den Boxen kenntlich machen (Abbildung 15b), die verschiedenen Layoutelemente

als Ganzes verpackt werden (Abbildung 15c).44

43Bildquelle siehe Anhang 2; Original aus https://dataset.primaresearch.org
44Quelle: Tesseract[5]
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Abbildung 16: Beispiel zur Zerlegung eines Segments in viele kleine (3D-)Features von ein-
heitlicher Länge (links), welche dann mit der besten Übereinstimmung überlappt dargestellt
werden (rechts).46

Glyphen-Erkennung

Nach der Lokalisierung des Textes im Eingabemedium und formatgerechter Zerteilung in

Wörtern, folgt die eigentliche Erkennungsphase der einzelnen Zeichen. Zu allererst wird die

Proportionalität der Zeichen überprüft. Im Falle einer sog. Festschrittschrift (Monospace)

kann bereits zu Beginn eine nahezu perfekte Segmentierung vorgenommen werden; andern-

falls wird der Umriss an dünnen Stellen oder Berührpunkten zerteilt.

Ein neu hinzuzufügendes Zeichen wird für jede Schriftart zuerst durch eine polygonale

Annäherung beschrieben, mit welcher dann das Neuronale Netz trainiert wird. Die so ex-

trahierten Features werden dabei durch einen 4D-Vektor45 repräsentiert, bestehend aus der

Position (x, y), der Richtung (θ) und zuletzt der Länge (als Vielfaches der Feature-Größe).

Für aus unbekannten Glyphen extrahierte Features wird hingegen nur ein 3D-Vektor aus

Position und Richtung verwendet, wobei diese jedoch von geringer Größe im Vergleich zur

vollen Glyphe sind.

Mit Hilfe von Vektorgeometrie und der Länge des Umrisses wird dann die Wahrscheinlich-

keit für eine Übereinstimmung berrechnet. Aus Geschwindigkeitsgründen wird wie bei den

Histogrammen auf einen segmentierten Feature-Raum der Größe 243 zurückgegriffen, wobei

jede Zelle eine Menge an Gewichten fürsprechend für ein bestimmtes Zeichen stehen. An-

nehmbarer Weise beschleunigt es sich, sobald ein bestimmtes Alphabet sowie eine Schriftart

als konstant angesehen werden können. Abbildung 16 zeigt ein Beispiel.46

45Dargestellt als Grund für den Namen Tesseract
46Quelle: Tesseract[3]
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Worterkennung

Die so zunächst ,,vermuteten“ Zeichen werden anschließend in einem Segmentation-Graph,

wie er in Anhang VI zu sehen ist, angeordnet, wobei die Zeichen absteigend nach ihrer Wahr-

scheinlichkeit angeordnet sind. Zudem handelt Tesseract nach dem Prinzip chop on demand,

merge on demand (teile wenn nötig, verbinde wenn nötig) was so viel bedeutet wie, dass mit-

einander verbundene Segmente nur zerteilt (oder umgekehrt verbunden) werden, wenn das

Resultat einen gewissen Grenzwert nicht unterschreitet. Unterstützt wird dieser Prozess von

einem parallel abgesuchten Sprachenmodell, welches aus einem Wörterbuch, NGramm-Parser

und Symbolparser besteht. Bestimmte Zeichen, wie Ligaturen oder Diakritika, können aus-

schlaggebend für die Auswahl des richtigen Modells sein. Andernfalls muss inkrementell über

Treffer in den beteiligten Wörterbüchern die Auswahlpriorität schrittweise angepasst werden.

Die Bewertung, und damit Verlässlichkeit, eines Wortes hängt nun von mehreren Faktoren ab:

Abbildung 17
Mounm → Mountain47

Abbildung 18
Wort ,,limit“

• Zuversichtlichkeiten der Segmente

• Zeichenabstände: Vereinzelt zu kleiner/großer Seg-

mentabstand

• Abweichungen in der Höhe verglichen mit der Vermu-

tung; z. B. ein ‘i’-Punkt in einer ‘m’-Glyphe (siehe rechts)

• Länge des Wortes in einem Einheitsmaß

• Gesamtlänge der Umrisse aller Segmente

In mehreren Schritten wird so nach und nach das jeweils

schlechteste Segment geteilt oder verbunden, wie in den Ab-

bildungen 17 & 18 gezeigt.48

47Entnommen aus Tesseract[4], leicht modifiziert für Kontrast.
48Quelle: Tesseract[4]
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7 Abschluss-Evaluation

def show box ( img ) :

gray = cv2 . cvtColor ( img , cv2 .COLOR BGR2GRAY)

f a c e s = f a c e c a s c a d e . de t e c tMu l t iS ca l e ( gray , 1 . 3 , 5)

for (x , y ,w, h) in f a c e s :

cv2 . r e c t a n g l e ( img , ( x , y ) , ( x+w, y+h ) , ( 2 5 5 , 0 , 0 ) , 2 )

r o i g r a y = gray [ y : y+h , x : x+w]

r o i c o l o r = img [ y : y+h , x : x+w]

pos frame = str ( cap . get ( cv2 .CAP PROP POS FRAMES) )

t s t r = f a c e S t o r e + pos frame + ’ . jpg ’

cv2 . imwrite ( t s t r , img )

Pos. Neg.
Hit 73 /0 7/0

No Hit 188/47 XXX

Abbildung 19: Confusion matrix für Haar-Kaskaden: Ein kurzer Testlauf über 100 Frames
(in 25fps = 4s) des Testvideos, mit einer Unterscheidung nach 53 Frames, da dort ein Sze-
nenwechsel stattfand.49Die Zahlen in der Tabelle stehen für ,,Anzahl Rahmen“, daher ist TN
mit XXX markiert, da die Zahl der korrekterweise verworfenen Stellen unbekannt ist.

f a c e s = f a c e r . getAllFaceBoundingBoxes ( img )

for f a c e in f a c e s :

cv2 . r e c t a n g l e ( img , ( f a c e . l e f t ( ) , f a c e . top ( ) ) ,

( f a c e . r i g h t ( ) , f a c e . bottom ( ) ) , ( 2 5 5 , 0 , 0 ) , 2 )

Pos. Neg.
Hit 224/47 2/0

No Hit 38/0 XXX

Abbildung 20: Confusion matrix für HOG-Features: Identische Bedingungen wie zuvor. Beide
haben Schwierigkeiten eine Person zu erkennen, wenn das zweite Auge verdeckt ist (siehe
Anhang VIII)

Die Gründe weshalb Viola-Jones nicht zur Auswahl steht, wurden bereits ausführlich in Ab-

schnitt 3.5 erläutert. Obgleich die Haar-Kaskaden eine moderne Implementierung in OpenCV

besitzen, ist die Durchführung bedingt durch den Algorithmus immer noch schwammig.

Wie in Abbildung 19 zu sehen ist, sind die Resultate nicht verwertbar. Die Trefferrate

([TP/Pos]) ist mit 23% sehr gering, dafür ist die Analyse in etwas unter sechs Sekunden

beendet. Im Vergleich dazu, HOG aus dlib in Abbildung 20, benötigt zwar fünfzig Sekun-

den, liefert dafür aber akkurate Ergebnisse mit einer Trefferrate von 89%. Wenn man nun

ausnutzt, dass

1. Aufnahmegeräte schneller aufnehmen als sich Menschen aus eigener Kraft bewegen und

wahrnehmen können;

2. Menschen und Aufnahmegerät nicht in ununterbrochener Bewegung sein werden;

3. der ursprüngliche Verwendungszweck des Videomaterials gewisse Qualitätsmerkmale

garantiert, u. a. Reportagen, Interviews, etc.;

49Ein exemplarisches Bild aus beiden Szenen ist in Anhang VII zu sehen.
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4. und sich die Umgebung daher in einer für Menschen erträglichen Geschwindigkeit

ändert (langsam, kurz und schnell, selten abrupt);

5. eine Person nur einmal erkannt werden muss, um sie als ,,im Video vorhanden“ zu

markieren.

. . . dann kann es als ausreichend betrachtet werden, wenn nur jedes fünfte Frame analysiert

wird. Zudem lässt sich mit einer einfachen Bildsumme die Veränderung des Frames zum

zuletzt betrachteten Bild vergleichen, sodass mit einem geeigneten Grenzwert die Anzahl

weiter reduziert werden kann. Bei einem (für das Testsegment ausreichenden) Wert von

1.500.000 wurden nur 10 der 100 Frames in 4̃.24 s50 analysiert, wobei immer noch jede

Person mindestens einmal erkannt wurde. Das Verarbeiten des vollständigen Videos (2:25

min) benötigte hierbei nur 2:50 min, ebenfalls ohne dedizierte Hardware zu nutzen. All dies

hängt natürlich von der zu Grunde liegenden Detektions-Technologie ab, daher folgen noch

einige Alternativen zu (reinem) HOG.51

Die Entdeckung nach Zhu et al.[26] bewies zwar, dass HOG in Kombination mit Integral

Images, AdaBoost und Cascading Classfiers eine Geschwindigkeitssteigerung von 70% bei

gleichbleibender Qualität hervorbringen kann. Da dieses Verfahren jedoch patentiert ist5253,

ist dies keine verwendbare Alternative.

Anzumerken wäre, dass die Algorithmen Scale-invariant feature transform (SIFT)[44] und

dessen Erweiterung Speeded up robust features (SURF)[45] zwar ebenfalls zu den besten des

Bereichs zählen, aber eher im 3D-Bereich anzuwenden sind. SIFT arbeitet mit Punktwolken,

während SURF die Haar-Wavelets und Integral Images von VJ wieder aufleben lässt.

Im Bereich der Texterkennung wird schnell deutlich, dass es keine vergleichbare Alternative

zu Google’s Tesseract gibt. Das Projekt ist OpenSource und in C++ geschrieben. Da es

jedoch eine Konsolen-Applikation ist, kann es von jeder Programmiersprache angesprochen

und genutzt werden. Zudem besitzt es eine ausgiebige Datenbank gespeist von jahrelangen

Nutzen, nicht zuletzt durch Google’s weitere Webservices.

50Die Geschwindigkeit läse sich sicherlich noch weiter steigern wenn es auf einem Server und mit Parallelität
verarbeitet wird.

51Der Autor von dlib wünscht bei Nutzung seiner Arbeit folgende Referenz [43] einzubinden, was hiermit
getan wurde.

52siehe https://www.google.com/patents/US20070237387
53Eine kurze Kontextsuche beim Patentamt ergibt Zusatzpatente in China, Japan, EU(EPO), und zuletzt

weltweit (WIPO).
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8 Implementierung

Wie bereits in Abschnitt 1.1 erwähnt, ist die Arbeit Teil eines größeren Projektes, mit dem

ein Video verschlagwortet werden soll. Zu diesem Zweck existiert ein Rahmenprogramm, bei

welchem ein eingelesenes Video Frame für Frame angefragt werden kann. Weiterhin ist es

zuständig für das Zusammentragen der Informationen aus den verschiedenen Analysemodu-

len. Eines dieser Module soll die Gesichtserkennung, welche Bestandteil dieser Arbeit ist,

sein.

Basierend auf der Evaluation in Abschnitt 7 wurde sich für HOG54 entschieden, da es eine

zufriedenstellende Implementierung in dlib[43] besitzt. Für die Texterkennung wurde Tes-

seract verwendet, da es, wie bereits erwähnt, das momentan beste auf dem Markt hierfür ist.

Zudem ist die Verwendung kostenlos und OpenSource. Im Folgenden werden die einzelnen

Schritte des Programmablaufs näher beschrieben:

1. Das Video wird eingelesen, woraufhin die einzelnen Frames von dem Rahmenprogramm

angefragt werden können.

2. Alle fünf Frames wird eine Pixelsumme berechnet. Ist die absolute Differenz dieses

Wertes von dem letzten gespeicherten Wert unter einem festen Grenzwert (hier: 1.5 mio

durch Testen), wird es übersprungen. Die Gründe hierfür wurden bereits in Abschnitt 7

erläutert.

3. Im Falle, dass es über dem Grenzwert liegt (oder dies das erste Frame des Videos ist),

wird die Pixelsumme intern gesichert und die eigentliche Analyse startet.

4. Es wird eine Funktion des Rahmenprogramms aufgerufen, die feststellt, ob eine Bauch-

binde (siehe Anhang IV) vorhanden ist. Aktuell ist diese Funktion nur ein Mock55,

welcher auf einer voreingestellten Stelle nach einer solchen Bauchbinde sucht. Diese

Funktion gibt entweder die Position der Box oder einen Null-Wert zurück, woraufhin

zu Schritt 2 gesprungen wird.

5. Falls eine Bauchbinde gefunden wurde, wird die Box an der angegebenen Stelle aus-

geschnitten und an Tesseract übergeben, welches den Vor- und Nachnamen daraus

extrahiert.

6. Als Nächstes wird die Gesichtserkennung von HOG aufgerufen, welche zuerst alle

Gesichter sucht und anschließend aus den gefundenen Bounding-Boxen die größte

54Histogram of Oriented Gradients
55siehe Glossary
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zurückliefert. Diese wird dann zusammen mit dem oben gefundenen Namen als Trai-

ningsdatum abgespeichert.

7. Die Schritte 2-6 werden wiederholt bis das Ende des Videos erreicht wurde.

Abschließend zeigt Abbildung 21 das Rahmenprogramm mit dem in dieser Arbeit entwickel-

ten Gesichtserkennungsmodul in Aktion. Wie oben beschrieben wird nur das größte Gesicht

angezeigt, während die Person im Hintergrund zwar erkannt aber unmarkiert bleibt.

Abbildung 21: Rahmenprogramm mit fertigem Modul

8.1 Fazit

Das in dieser Arbeit erstellte Modul für die Verschlagwortung von Videos im Bereich der

Gesichts- und Texterkennung erfüllt seine wesentlichen Aufgaben.
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8.2 Ausblick

Das Teilgebiet der Objekterkennung wird auch in den nächsten Jahren ein vielversprechen-

des Forschungsthema bleiben. Insbesondere Deep Learning verspricht noch einige potenzielle

Durchbrüche in der Zukunft, da es bereits jetzt als der nächste ,,große Durchbruch“ bezeich-

net wird. Die aktuellen Ausblicke in der Gesichtserkennung richten sich darauf, weiterrerei-

chende Informationen, u. a. Emotionen oder Herkunft, auszulesen.56

Über die Bachelorarbeit hinaus wird es sich anbieten, die so gesammelten Trainingsdaten

zum Aufbau eines neuronalen Netzes zu verwenden. Des Weiteren soll der aktuell durch ein

Mock repräsentierte Ansatz zum Finden der Bauchbinden durch einen konkreten Detekti-

onsalgorithmus ersetzt werden. Ein Ziel des Endproduktes wäre es, die eingelesenen Videos

nicht länger als ihre eigentliche Laufzeit zu verarbeiten, was sich als Herausforderung bei

höheren Frameraten erweist.

56http://blog.affectiva.com/announcing-inaugural-emotion-ai-summit-event-at-mit-media-lab
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Anhang

— Glossar —

Big Data ist die Denkschule des Messens und Analysierens großer Datenmengen, um auf

umfangreiche Datenbanken für MachineLearning zurückzugreifen.

Intensität Schwarz-Weiß Wert eines Pixels.

Edge (Kante) Intensitätsspitze; siehe Seite 5 (2.1.1).

Corner (Ecke) Richtungswechsel einer Kante; siehe Seite 6 (2.1.2).

Ridge (Klippe) siehe Seite 7 (2.1.4).

Blob (Blob) “Area of interest”; siehe Seite 7 (2.1.3).

Kernel (Faltungsmatrix ) siehe Seite 6 (4).

Glyph (Glyphe)

Die graphische Darstellung eines bestimmten typographischen Elements mit eigener

Bedeutung. Dabei beschränkt sich dessen Definition auf die Repräsentation eines be-

stimmten Schriftzeichens in einer bestimmten Schriftart.

Sliding Window

Ein Suchfenster, dass in einer festen Größe über ein Bild fährt, um es ausschnitsweise

zu analysieren (bzw. ein Algorithmus der das SW verwendet.)

SVM

Eine Support Vector Machine (Support Vektor Maschiene) ist ein simples Klas-

sifizierungssystem, welches genutzt wird, um Mehrdimensionale Entscheidungsproble-

me durch Vektorgeometrie zu lösen. Anfangs müssen die gewünschten Fixpunkte mit

den hervorzubringenden Resultaten trainiert werden. Im Anwendungsfall wird zu je-

der weiteren Eingabe dann das Resultat mit der geringsten geometrischen Distanz

zurückgegeben.

Mock (Attrape)

Ein Programmteil der zu Testzwecken als Platzhalter für das echte Objekt (oder Co-

deteil) dient.
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— Bildquellen —

Bild 3 : http://www.dummies.com/photography/cameras/canon-camera/live-mode-face-detection-

settings-on-a-canon-eos-60d

Bild 4 : https://cs.stanford.edu/people/eroberts/courses/soco/projects/1997-98/computer-vision/

edges.html

Bild 5 : https://becominghuman.ai/cheat-sheets-for-ai-neural-networks-machine-learning-deep-learning-

big-data-678c51b4b463

Bild 10 : https://upload.wikimedia.org/wikipedia/commons/thumb/4/43/Image pyramid.svg/240px-

Image pyramid.svg.png

Bild 11 : https://medium.com/@ageitgey/machine-learning-is-fun-part-4-modern-face-recognition-

with-deep-learning-c3cffc121d78

Bild 15 : https://github.com/tesseract-ocr/docs/blob/master/das tutorial2016/5LayoutAnalysis.pdf

Hinweis

Alle Bilder, deren Quellenangabe nicht vorliegt, stammen aus eigener Produktion oder dem vom

Betreuer zur Verfügung gestellten Testvideo.

— Internetquellen —

Dieser Abschnitt ist für lose Internetquellen gedacht, die keine spezielle Referenz im Doku-

ment beinhalten.

OpenCV http://docs.opencv.org/master/ [und] https://github.com/opencv/opencv

dlib http://dlib.net/imaging.html [und] https://github.com/davisking/dlib

IoU http://www.pyimagesearch.com/2016/11/07/intersection-over-union-iou-for-object-

detection/

NN & DL https://medium.com/@ageitgey/ 57

Patente https://depatisnet.dpma.de/DepatisNet/depatisnet?action=einsteiger

Tesseract https://github.com/tesseract-ocr/docs/blob/master/das tutorial2016/

57Neuronale Netze & Deep Learning
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— Übergroße Bilder —

Im folgenden Abschnitt finden sich Bilder die anderweitig zu viel Platz einnehmen würden.

Anhang IV: Vollbild für Bauchbindenbeispiel
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Anhang V: HOG-Features

(a) Vorher

(b) Nachher

Bildquelle: https://medium.com/@ageitgey/machine-learning-is-fun-part-4-modern-face-
recognition-with-deep-learning-c3cffc121d78
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Anhang VI: Segmentation-Graph für das Wort higher [2-1-2-2-1-1].

Bildquelle: Bild modifiziert von
https://github.com/tesseract-ocr/docs/blob/master/das tutorial2016/4CharSegmentation.pdf, s.4
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Anhang VII: Beispiel-Frames für Abbildung 19 & 20.

(a) Bild aus Szene 1 (Frames 1-53)

(b) Bild aus Szene 2 (Frames 54-100). Das unscharfe Gesicht der Frau wird ignoriert

Anmerkung: Die Gesichter in (a) und (b) wurden durch HOG erkannt.
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Anhang VIII: Beispiel Gesichtserkennung

(a) Beispiel mit Viola-Jones

(b) Beispiel mit Histogram of Oriented Gradients
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