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Zusammenfassung

Aufgabenfokussierung von Autoencodern und automatisches Transferlernen

Hohe Kosten bei der Annotation von Daten fiihren dazu, dass datensparsamere We-
ge zum Erstelllen von Modellen gesucht werden. In dieser Arbeit wird ein Lo-
sungsansatz untersucht, der ausgehend von fokusierten Reprisentationen, daten-
sparsame Losungen fiir verschiedene Aufgaben finden soll. Durch einen Multi-
Task-Learning-Ansatz trigt das Finden einer Reprisentation gleichzeitig zum Lo-
sen einer Aufgabe bei. Durch Ersetzung einer der Aufgaben werden Wissentrans-
fers datensparsam auf neue Aufgabe durchgefiihrt. In der erarbeiteten und evaluier-
ten Losung konnen Hyperparameter automatisch gefunden werden. Bei Vergleichen
von verschiedenen Ansidtzen und Datenmengen ist iiber die Leistung der Netzwerke
zu erkennen, dass der Ansatz insbesondere mit weniger Daten bessere Ergebnisse
erzielt. Die Ergebnisse dieser Arbeit lassen eine Bereitstellung als Module zu. Die
Module werden im Rahmen dieser Arbeit beschrieben. Abgeschlossen wird die Ar-
beit mit einem Ausblick auf Verbesserungen und Potenziale der Ansitze.



Abstract

Task focusing on autoencoder and automatic transfer learning

High costs when annotating data leads to the search for ways to get along with
a reduced amount of data when creating models. This work explores a possible
approach to find solutions with less data, by making use of focused representations.
A multi task learning approach allows found representations to simultaneously help
finding solutions to a task. By replacing one of the tasks, a knowledge transfer to
another task, which makes efficient use of data, can be made. In this developed
and evaluated approach, parameters can be be found automatically. When making a
comparison between different approaches and with different amounts of data, taking
into account the networks score, it can be seen, that the new approach produces
more optimal results — especially when working with a reduced amount of data.
The high score of the approach was motivation to provide it as python modules.
These modules will be described as part of this work. Finally a future prospect with
possible vectors for improvement will be made.
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1. Einleitung

Die PSIORI GmbH [PS20] ist ein Projekt- und Beratungsunternehmen im Bereich
der Digitalisierung und Data Science. In vielen Digitalisierungs- und Automatisie-
rungsprojekten fallen eine Vielzahl von Aufgaben an, die mittels kiinstlicher Intel-
ligenz gelost werden konnen. In der Regel wird dabei fiir jede Aufgabe, die mittels
kiinstlicher Intelligenz gelost werden soll, eine aufgabenspezifische Annotation be-
notigt. Das Annotieren von Daten ist teuer. Beispielsweise sind bei einem Projekt,
bei dem 80.000 Bilder durch zehn Annotationen beschriftet werden sollten, Kosten
von rund 240.000 Euro entstanden. Zusitzliche Kosten entstehen durch Personal-
aufwinde beim Erstellen dhnlicher Modelle fiir Aufgaben in einer Doméne. Die
Kosten von Data Science Projekte konnen jedoch gesenkt werden, wenn weniger

annotierte Daten genutzt werden miissen.

Ziel dieser Arbeit ist es ein Verfahren zur Einsatzreduzierung von annotierten Da-
ten, ausgehend von Datenreprisentationen einer Doméne, zu entwickeln. Im Ide-
alfall ist es moglich, ausgehend von einer geeigneten Reprisentation, schnell und
robust neue Aufgaben in der Domine zu bearbeiten. Die eingesetzten Techniken
sollen nachhaltig bereitgestellt und von weiteren Data Scientisten eingesetzt wer-
den konnen.

Das Vorgehen des praktischen Teils der Arbeit orientiert sich an dem CRISP-DM
Model [Sh00], erfolgt also iterativ. Um die Ergebnisse nachhaltig anderen Entwick-
lern zur Verfiigung zu stellen, wird vor die Modellierungsphase eine Phase zur
Werkzeugerstellung eingefiigt. Die Werkzeuge unterstiitzen Data Scientisten bei der
Anwendung der vorgeschlagenen Techniken. Die durchgefiihrten Experimente sol-
len insbesondere zeigen, dass die Werkzeuge und die dahinterstehenden Techniken

funktionieren.

Dieses Dokument gliedert sich in ein Grundlagenkapitel, in dem die notwendigen

theoretischen Grundlagen, das Umfeld sowie die genutzten Datensitze der Arbeit
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vorgestellt werden. Das Kapitel Experimente und Werkzeuge beinhaltet eine Vor-
stellung und Evaluierung eines Multi-Task-Learning-Ansatzes. Auf diesem Ansatz
aufbauend, wird ein Transferlernen-Ansatz mit einer Erweiterung des automati-
schen maschinellen Lernens sowohl vorgestellt als auch einer Evaluierung unter-
zogen. Abgeschlossen wird die Arbeit mit einem Fazit, das eine Bewertung der Lo-
sung der Problemstellung enthilt und einem umfassenden Ausblick auf mogliche

Erweiterungen und Potentiale.



2. Grundlagen

Im folgenden Kapitel werden die Grundlagen der Arbeit, insbesondere im Hinblick
auf die gewihlten Ansitze, beschrieben. Begonnen wird mit den angewendeten Me-
thoden, gefolgt von einer Beschreibung bestehender Systeme, den Daten und den

durchgefiihrten Vorverarbeitungen.

2.1. Autoencoder

Autoencoder [DJ87] sind Werkzeuge, die insbesondere zum Finden von Reprisen-
tationen eingesetzt werden. Dabei komprimieren sie die Eingabe in einen niedrigdi-
mensionaleren Raum und rekonstruieren aus diesem die Eingabe. Konkret besteht
ein Autoencoder aus drei Teilen: dem Encoder, dem Codelayer und dem Decoder. In
der einfachsten Form besteht ein Autoencoder aus einer Eingabeschicht, einer ver-
steckten Schicht und eine Ausgabeschicht, siche Abbildung 2.1. Sie kdnnen nach

[HSO6] mit mehreren Schichten, also mit tiefen Architekturens genutzt werden.

Der Encoder lisst sich vereinfacht als die Funktion F'(x) = ¢ und der Decoder als

die Funktion F'(c) = z’ darstellen, wobei x = 2/ sein soll.

Autoencoder gibt es in vielen verschiedenen Ausfithrungen. Dabei sind die meis-
ten Typen von Autoencoder unvollstindige Autoencoder. Die verborgene Schicht,
der Codelayer, enthilt weniger Informationen als die Eingabe. Dadurch wird die
Dimensionsreduzierung erzwungen. Andere Aufgaben konnen Entrauschung mit-
tels Denoising-Autoencoder [ViO8] oder Generierung neuer Datenpunkte mittels
Varrational-Autoencoder [KW19] sein. Contractive-Autoencoder [Ril 1] nutzen einen
Regularisierer in der Zielfunktion, um das Modell zu zwingen eine Funktion zu ler-

nen, die flexibler auf Variationen der Eingabewerte reagiert.
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Abbildung 2.1: Schema eines Autoencoder

Fiir diese Arbeit ist der Convolutional-Autoencoder, kurz CAE! interessant er wur-

de unter anderem in [SR10], [LR10] und [Mal1] genutzt. Er ist ein Stacked- Autoencoder,
welcher Faltungsschichten integriert. Faltungsschichten wurden in [Le99] vorge-
stellt und haben sich in [KSH12], [Ch14] und [LBH15] durchgesetzt.

Schichtenweise Vortrainieren Im schichtenweise Vortrainieren [Be07] werden ein-
zelne Schichten eines neuronalen Netzwerkes vor dem eigentlichen Training vorbe-
reitet, um die Leistung des gesamten Models zu erhohen. Bei Autoencodern werden
dabei die zueinander symmetrischen Schichten des Encoders und Decoders mitein-

ander trainiert. Die Zielgrof3e ist dabei die Rekonstruktion der Eingabedaten.

2.2. Transferlernen

Im traditionellen maschinellem Lernen wird pro Aufgabe und Datenset ein isoliertes
Modell erstellt. Das Transferlernen wiederum hat das Ziel, Wissen zu teilen. Die
Isolation der Modelle soll dabei aufgehoben werden. Dabei erfolgt eine Aufteilung

in Quell- und Zieldoméne.

!Convolutional-Autoencoder
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2.2.1. Tiefes Transferlernen

Geprigt durch die Entwicklung hin zu tiefen neuronalen Netzwerken wurden Me-
thoden zum Tiefen Transferlernen vorgeschlagen. [Tal8] ordnet diese in vier Kate-
gorien ein.

Der netzwerkbasierte Ansatz verwendet einen Teil des in der Quelldomine trainier-
ten Netzwerkes in der Zieldoméne wieder. Es werden dabei sowohl die Netzstruktur
als auch die Verbindungsparameter iibernommen. Die Netzwerke werden dabei in
zwei Teile unterteilt. Der erste Teil ist die sprachunabhéngige Merkmalstransfor-
mation, der zweite Teil ist der sprachabhingige Klassifikator. Dabei kann die spra-
chunabhingige Merkmalstransformation in der Zieldoméne wiederverwendet wer-
den. Insbesondere in [Jal4], [Lo16] und [GSH18] hat sich dieser Ansatz bewihrt.
Abgrenzend zu diesem Ansatz gibt es die Kategorie der instanzbasierten Ansitze.
Diese ergénzen mittels fallspezifischer Strategie Gewichte in der Zieldoméne mit
Gewichten aus der Quelldomine. Abbildungsbasierte Ansitze, eine weitere Kate-
gorie, bilden Instanzen aus der Quell- und Zieldoméne in einen neuen Datenraum
ab. In diesem sind die Instanzen aus den zwei Bereichen dhnlich und konnen fiir
ein gemeinsames Training eines tiefen neuronalen Netzwerkes genutzt werden. Die
vierte Kategorie ist das Generative Adversarial deep Transfer Learning. Es ist von
dem Ansatz Generative Adversarial Networks [Ial4] inspiriert. Es werden tibertrag-
bare Reprisentationen gesucht, die sowohl auf die Quell- als auf die Zieldomine
anwendbar sind.

Fiir eine Einordnung von klassischen Methoden des Transferlernens eignet sich die
Erhebung [Fu].

2.2.2. Halbiiberwachtes Lernen

Halbiiberwachtes Lernen ist eine Methode, die sich zwischen uniiberwachtem und
tiberwachtem Lernen einordnen lédsst. Die folgende Darstellung ist angelehnt an
[CSZ10] . Methoden des uniiberwachten Lernens arbeiten komplett ohne annotierte
Daten, wihrend tiberwachtes Lernen mit vollstdndig annotierten Daten arbeitet. Das
halbiiberwachte Lernen arbeitet mit teilweise annotierten Daten. Die Anzahl der
nicht annotierten Daten iibersteigt in der Regel die Menge der annotierten Daten.
Diese Technik reduziert Annotationskosten durch den Einsatz weniger Daten mit
Annotationen. Zu beachten ist dabei, dass sowohl die beschrifteten als auch die nicht

beschriftete Daten aus der gleichen Verteilung entnommen werden. Im Gegensatz
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dazu sind bei dem Transferlernen die Datenverteilungen der Quell- und Zieldomine
oft unterschiedlich.

2.2.3. Multi-Task-Learning

Werden mehrere Aufgaben parallel gelernt spricht man von dem Multi-Task-Learning,
kurz MTL?. Der Begriff MTL wurde insbesondere von [Ca98] geprigt. Ziel ist es,
Wissen durch gleichzeitiges Lernen einiger verwandter Aufgaben weiterzugeben.
Es wird davon ausgegangen, dass das Lernen einer Aufgabe das Lernen der anderen
Aufgaben verbessert. Im Allgemeinen wird dies durch das Lernen aller Aufgaben
gemeinsam erreicht, wobei die korrelierenden Informationen zwischen den einzel-
nen Aufgaben genutzt werden. Die Aufgaben erzeugen dabei eine niedrigdimen-
sionale Reprisentation, welche dann durch das parallele Lernen besser generalisiert
werden. In manchen Fillen hat sich zudem herausgestellt, dass Multi-Task-Learning
zum Lernen von nicht verwandten Aufgaben vorteilhaft ist.

Basierend auf den Ein- und Ausgédngen wird MTL von [TW18] in drei Fille unter-
teilt. Der erst Fall wird Single-Input Multi-Output, kurz SIMO? genannt. Diese An-
satz wird verwendet, um aus einer Eingabe Vorhersagen von verschiedenen Arten
von Ausgabezielen zu treffen. Diese Art des MTL wird auch multi-class learning
genannt. Multi-Input Single-Output, kurz MISO* ist der Fall, dass mehrere Einga-
ben zum Vorhersagen eines Ausgabezieles genutzt werden. Die dritte Unterteilung
wird Multi-Input Multi-Output, kurz MIMO?’ genannt. Hierbei werden mehrere Ein-
gaben zum Vorhersagen von verschiedenen Arten von Ausgabezielen genutzt. Ab-
bildung 2.2 zeigt die verschiedenen Ausprdgungen kiinstlicher neuronaler Netze,
die auf MTL beruhen.

Induktives Transferlernen und Multi-Task-Learning wird darin unterschieden, dass
beim induktiven Transferlernen angenommen wird, dass es eine Hauptaufgabe und
eine Nebenaufgabe gibt. Die Nebenaufgabe bietet zusitzliche Informationen, um
die Hauptaufgabe zu verbessern, bzw. zu generalisieren. Im MTL gibt es keine sol-
che Unterscheidung, die Aufgaben werden gleichberechtigt betrachtet. Induktives
Transferlernen kann deshalb als Sonderform des Multi-Task-Learning gesehen wer-

den.

*Multi-Task-Learning

3Single-Input Multi-Output
*Multi-Input Single-Output
>Multi-Input Multi-Output
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Abbildung 2.2: Multi-Task-Learning: Auspragungen

Die Kombination von Multi-Task-Learning und Deep Learning fiir die Computer-
vision wurde von [Yul7], [Lil6a], [RVR16] und [Zh19] eingesetzt.

2.3. Automatisiertes maschinelles Lernen

Automatisiertes maschinelles Lernen, kurz AutoML?, hat das Ziel, alle Aspekte des
maschinellen Lernens und der Datenanalyse-Pipeline zu automatisieren. Die voll-
standige Automatisierung erlaubt es Nutzern ohne oder mit geringen Kenntnissen

von ML-Techniken diese Systeme zu erstellen. Die vollstindige Automatisierung

Sautomatisierte maschinelle Lernen
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ist ein langfristiges Ziel. Aktuelle Systeme sind halbautomatisch und zielen darauf

ab, Personenaufwinde durch Rechenvorginge zu reduzieren. Trotz der steigenden
Rechenleistung konnen AutoML-Methoden sehr rechenintensiv sein. Angelehnt an
[HKV19] wird AutoML in drei Methoden eingeordnet: Die Hyperparameter-Optimierung
kurz HPO’, das Meta-Learning und Neural Architecture Search kurz NASS.

2.3.1. Hyperparameter-Optimierung

Angelehnt an [FH19] sind Hyperparameter alle Parameter, welche vor Beginn des
Trainings zur Steuerung des Trainings eingestellt werden konnen. Eine passende
Einstellung dieser Parameter beeinflusst die Leistung eines Modells mafgeblich.
In [KJ95] wurde festgestellt, dass verschiedene Hyperparameterkonfigurationen fiir
verschiedene Datensitze am besten funktionieren. Es ist also notwendig, fiir jede
Aufgabe aufs Neue die beste Hyperparameterkonfiguration zu finden. Automatische
HPO ist die Technik des automatischen Findens der Hyperparameter, um die Leis-
tung zu optimieren. Dabei hat sie insbesondere drei Ziele: An erster Stelle sollen
Personenaufwinde bei der Anwendung von maschinellem Lernen reduziert werden,
zusitzlich soll es die Leistung von Algorithmen und Modellen des maschinellen
Lernens verbessern. Ein weiteres Ziel ist es, die Reproduzierbarkeit von wissen-
schaftlichen Studien zu verbessern, da automatische HPO einfacher reproduzierbar
ist als manuelle HPO. In Kapitel 2.3.4 werden einige gingige Optimierungstechni-

ken der automatischen HPO erlédutert.

2.3.2. Meta-Learning

Unter [Jo18] ist eine Ubersicht iiber das Meta-Learning zu finden. Meta-Learning
umfasst jede Art von Lernen, welches auf frithere Erfahrungen zuriickgreift. Dabei
konnen umso mehr Arten von Metadaten genutzt werden, je dhnlicher die Aufgaben
sind. Metadaten sind dabei alle Daten, die frithere Lernaufgaben beschreiben. Dies
konnen z.B Algorithmuskonfigurationen, Hyperparameter, Netzarchitekturen und

Modellbewertungen sein.

"Hyperparameter-Optimierung
8Neural Architecture Search
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2.3.3. Neural Architecture Search

Im Deep Learning hiingt die Leistung eines Modells ma3geblich von der genutzten
Architektur ab. Das manuelle Suchen von Architekturen ist zeitaufwendig und feh-
leranfillig. Die Neural Architecture Search befasst sich damit, wie Architekturen
automatisch gefunden werden kénnen. Unter [EMH19] kann eine Ubersicht iiber

die Neural Architecture Search gefunden werden.

2.3.4. Optimierungstechniken

In diesem Unterkapitel werden géngige Optimierungsmethoden des AutoML dar-
gestellt. Die Auflistung ist nicht vollstandig, deckt aber die im praktischen Teil der
Arbeit zur Verfiigung stehenden Methoden ab.

Rastersuche Die Rastersuche [Mil8] ist eine modellunabhingige Optimierunss-
trategie. Es werden Parameterkombinationen definiert, und anschlieBend werden,
basierend auf den verwendeten Kombinationen, Modelle erstellt und evaluiert.

Schwachpunkt dieser Technik ist vor allem die notwendige Definition von Parame-
terkombinationen. Fiir jede Parameterkombination muss ein Modell trainiert und
evaluiert werden. Wurde die optimale Parameterkombinationen nicht definiert, kann

sie nicht gefunden werden.

Zufallssuche Die Zufallssuche dhnelt der Rastersuche. Sie unterscheidet sich da-
hingehend, dass die Parameterkombinationen nicht mehr definiert werden miissen.
Es werden zufillige Stichprobenkonfigurationen aus dem definierten Parameter-
raum gezogen und evaluiert. In [Be12] wurde gezeigt, dass insbesondere bei unter-
schiedlicher Wichtigkeit der Hyperparameter im Gegensatz zur Rastersuche bessere

Ergebnisse erzielt werden.

Bayesian optimization Nach [Fr18] ist Bayesian optimization ein Ansatz, der zur
Optimierung von Zielfunktionen dient, die eine lange Zeit (Minuten oder Stunden)
zur Auswertung bendtigen. Im Gegensatz zur Rastersuche oder Zufallssuche ist der
Ansatz modellabhingig. Der Ansatz ist iterativ und baut auf zwei Komponenten
auf. Ein probabilistisches Ersatzmodell und eine Erfassungsfunktion, die zur Be-

wertung, welcher Punkt als nédchstes bewertet werden soll, herangezogen wird. Das
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Ersatzmodell wird in jeder Iteration an alle Beobachtungen angepasst. Im Gegen-
satz zu modellunabhingigen Optimierungsmethoden, ist die Auswertung der Erfas-

sungsfunktion billig und kann somit zur Optimierung herangezogen werden.

Successive Halving Successive Halving [JT15], kurz SH®, weist einer Reihe von
Hyperparameterkonfigurationen eine einheitliche Menge an Ressourcen zu, bspw.
Zeit, Rechenleistung und modellspezifische Parameter, berechnet die Leistung von
allen Konfigurationen und entfernt die schlechtere Hilfte. Die Konfigurationen wer-
den dabei zufillig gezogen. Das Ganze wird wiederholt, bis eine Konfiguration
tibrig bleibt. In jedem Durchlauf werden der iibriggebliebenen Hilfte exponentiell
mehr Ressourcen zugewiesen. SH benotigt als Eingangsparameter die Ressourcen
und die Anzahl an Konfigurationen. Dabei muss abhingig vom Modell entschieden
werden, ob wenige Konfigurationen mit mehr Ressourcen oder viele Konfiguratio-

nen mit weniger Ressourcen evaluiert werden sollen.

Hyperband Hyperband [Li17] erweitert Successive Halving. Hyperband fiihrt ei-
ne Rastersuche fiir die Parameter ’Ressourcen’ und * Anzahl Konfigurationen’ durch.
Es werden also mehrere SH-Durchldufe mit diversen Konfigurationen durchgefiihrt.
Die Anzahl an Konfigurationen wird dabei immer weiter reduziert. Abgeschlossen

wird eine Ausfiihrung mit einer Zufallssuche.

BOHB BOHB [SAF18] ist ein Ansatz, der Bayesian optimization und Hyperband
kombiniert. Dabei wird Bayesian optimization zur Auswahl von Konfigurationen
herangezogen und Hyperband bestimmt, wie viele Konfigurationen mit welchem
Ressourcen ausgefiihrt werden sollen. Anschlieend werden die Konfigurationen
mittels Successive Halving ausgefiihrt. Unter https://github.com/automl/HpBandSter
kann eine Implementierung des Werkzeuges gefunden werden. Diese Framework

wurde fiir den praktischen Teil der Arbeit genutzt.

2.4. Bibliotheken und Werkzeuge

Fiir den praktischen Teil der Arbeit wurde insbesondere Cnvrg [KE20] genutzt.

Cnvrg.io ist eine *full-stack” Data Science Platform, welche Werkzeuge fiir die Er-

°Successive Halving

10
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stellung, Verwaltung, Bereitstellung und Automatisierung von maschinellem Ler-
nen bereitstellt. Cnvrg.io erlaubt es, Arbeitsbereiche mittels Container zu erstellen.
Die Container konnen dabei auf Maschinen in Azure [Mi20] zugreifen. Fiir die
Experimente wurde ein vorgefertigter Container mit einer tesla-k80 [Nv20], fiinf
CPUs und 49 GB Arbeitsspeicher genutzt.

Fiir die Entwicklung wurden Python [Py20], Jupyter Notebooks [Pr] und das Frame-
work Tensorflow [Mal5] genutzt. Die wichtigsten Bibliotheken fiir die Arbeit sind
Keras [CF+15] , Numpy [0106] , Matplotlib [Hu07] , scikit-learn [Pel1] , Config-
Space [Li19], Bayesian Optimization and Hyperband [SAF18].

Fiir die Visualisierung von Bildeinbettungen wurde die Software 'PSIORI Visua-
lizer’ erweitert und eingesetzt. Die Software erlaubt es, dreidimensionale Daten
darzustellen. Dabei konnen Filter eingesetzt sowie Blickwinkel gedndert werden.
Daten konnen mit zusitzlichen Informationen versehen werden und Zoomen ist
moglich. Als zusitzliche Information kénnen z.B. ein Originalbild und seine Re-
konstruktion oder die Information, ob eine Vorhersage korrekt oder falsch war, hin-

terlegt werden.

Kern der erstellten Softwaremodule ist das Framework Psipy [PS19]. Psipy ist ein
Python-Framework fiir maschinelles Lernen, das von PSIORI selbst entwickelte
Werkzeuge zusammenfasst und unter einer einheitlichen API zu Verfiigung stellt.
Diese API ist an die API des verbreiteten Frameworks scikit-learn angelehnt. Es
konnen Modelle basierend auf scikit-learn und Tensorflow eingebunden werden. In
den nachfolgenden Abschnitten werden die wichtigsten bestehenden Module des

Frameworks vorgestellt.

saveable.py Das Modul saveable ist eine flexible Basisklasse, die Kernfunktiona-
litdt zum Speichern und Laden von Python-Objekten bietet. Modelle, die verschie-
dene Bibliotheken nutzen, konnen so einheitlich gespeichert werden. Um die Klas-
se Saveable nutzen zu kdnnen, miissen erbende Klassen ihre Konstruktorargumente
an die Basisklasse iibergeben. Zusitzlich ist es notwendig, eine Erweiterung beim
Speichern und Laden zu implementieren. Beim Speichern ist es notwendig, eine Er-
weiterung um alle Module und weitere Argumente zu implementieren. Beim Laden
miissen die gespeicherten Module und Argumente geladen werden. In Listing 2.1
ist die Erweiterung zum Speichern eines Tensorflow-Models abgebildet.
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zip_file.add("model.h5", self.model)

Listing 2.1: Erweiterung zum Speichern eines Tensorflow Models

autoencoder.py Das Modul autoencoder enthilt die drei Klassen StackedAutoen-
coder, FullyConnectedAutoencoder und ConvolutionalAutoencoder.

Der StackedAutoencoder wird als Basisklasse fiir die anderen beiden Klassen ge-
nutzt. Im Konstruktor werden Methoden aufgerufen, die in den abgeleiteten Klassen
ausprogrammiert sind. Dabei wird ein Keras-Modell fiir einen Encoder und Deco-
der entsprechend von Parametern erstellt. Als weitere wichtige Methoden gibt es
die Methode pretrain(..) und fit(..). Mittels pretrain(..) werden die Schichten
eines symmetrischen Autoencoder von auflen nach innen, wie in [Be07] beschrie-
ben, vortrainiert. Die Zuordnung der Schichten erfolgt in den abgeleiteten Klassen.
In der fit(..)-Methode wird nach einigen Priifungen die Methode ffit(..) [CF+15]
des Kerasmodels aufgerufen. In Abbildung 2.3 ist das Klassendiagramm mit den

offentlichen Methoden des Convolutional Autoencoder dargestellt.

hyperparameter_mixin.py Hyperparameter_mixin wird zum standardisierten Ver-
walten von Hyperparametern fiir AutoML-Klassen genutzt. Auf die Hyperparame-
ter kann anschlieBend einheitlich zugegriffen werden. Abbildung 2.4 zeigt das zuge-
horige UML-Klassendiagramm mit den Methoden zum Hinzufiigen, Léschen und
Laden der Hyperparameter. Da die Methoden 6ffentlich sind, konnen iiber jede er-

bende Klasse die Hyperparameter eigenstdndig verwaltet werden.

2.5. Einordnung und bestehende Systeme

Die Bilddaten und Aufgabenstellungen der neuronalen Netzwerke sind in die Pro-
blemstellungen des Autocrane-Projekts [PS20] von PSIORI einzuordnen. Es sind
echte Datensitze und echte Problemstellungen, wobei die gezeigten Aufgabenstel-
lungen und Modelle nicht zwingend in dem Autocrane-Projekt zum Einsatz kom-
men. Das Autocrane-Projekt ist ein laufendes Projekt, welches das Ziel hat, einen
feststehenden Rundlaufkran vollautomatischen zu steuern. In Abbildung 2.5 ist ein
Rundlaufkran abgebildet. Diese Art von Kran wird in holzverarbeitenden Anlagen

zum Befiillen von Fiilltrichtern oder Forderbindern eingesetzt. Der Kran kann sich
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psipy.core.io.saveable.Saveable

_config : dict
_version : tuple
saveable_version

version psipy.ml.model.BaseModel
__init ()

_load(cls, zipfile) fEX, v)

savel(zipfile) ﬁtig'enerator{generator)
from_config(cls, config) transform(X)

get_config()

get_meta(cls)

load(cls, zipfile, name)
save(zipfile, name)
validate_version(cls, zipfile)

\

psipy.dataroom.internal.autoencoder. StackedAutoencoder

_model
decoder
encoder
layers
model

__init ()
_build_autoencoder(cls)

_build code(cls, tensor, dimensions)
_build_decoder(cls, encoder)
_build_encoder(cls)

_build loss(cls, model)
_build_metrics(cls)
_connect_graph(cls, layers)
_get_pretrain_blocks()
_load(cls, zip_file)
_save(zip_file)

ft(X, y)

get_layer(name)
inverse_transform(X)
prepare_data(inputs, targets)
pretrain(X, Y, isolated_training)
reconstruct(X)

summary()

supports_pretrain()
transform(X)

Abbildung 2.3: Klassendiagramm ConvolutionalAutoencoder

um 360 Grad drehen. Der Greifer kann nach oben, unten und mittels eines Schlit-
tens entlang eines Auslegers bewegt werden. Um die Bilder aufnehmen zu konnen,
wurde an der Kabine am Hauptstandfuf3 eine Kamera angebracht. Die Kamera ist
auf das Ende des Auslegers und den Bereich darunter ausgerichtet. Die Kamera be-
wegt sich mit dem Rundlaufkran, wodurch der Greifer immer im Bild ist. Fiir das
Autocrane-Projekt sind insbesondere drei Anwendungsfille interessant. Die Baum-
stimme werden mittels LKW angeliefert und miissen nach vorgegebenen Regeln (z.
B. Ausrichtung, freier Lagerplatz) als Holzstapel gelagert werden. Der Fiilltrichter
kann mit Holz aus den Holzstapel oder mit Holz aus einem LKW befiillt werden. Es
ergeben sich Aufgabenstellungen wie Greifer-Erkennung, Baumstamm-Erkennung,
LKW-Erkennung, Strategien fiir das Entladen und Aufbewahren der Baumstamme
und weitere Aufgaben. Im Normalbetrieb werden tdglich 140-200 LKW entladen.
Die Ladung ist 9 - 18 Meter lang und 34 - 40 Tonnen schwer.
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psipy.ml.automation.hyperparameter mixin.HyperparameterMixin
SUBSPACE_DELIMITER : str

hyperparameter_space

__init_ ()

get_hyperparameter(name)

get_hyperparameter names()

get_hyperparameter space()

get_hyperparameters()

remove_hyperparameter(name)

set_condition(condition)

set_hyperparameter(hyperparameter, subspace)

set_hyperparameter attribute(hyperparameter name, attribute name, value)

Abbildung 2.4: Klassendiagramm Hyperparametermixin

Abbildung 2.5: Rundlaufkran (Foto: ANDRITZ)

Greifererkennung Bei der Aufgabenstellung muss in einem Bild die Position ei-
nes Rahmen um den Greifer gefunden werden. Abbildung 2.6a zeigt ein Bild eines
Rahmens um den Greifer. Es handelt sich um eine klassische Objekterkennungs-
Aufgabe. PSIORI hat die Aufgabe mittels neuronalem Netzwerk gelost. Dabei wur-
de auf die Technik des Single Shot MultiBox Detector [Lil6b], kurz SSD'°, zuriick-
gegriffen. Die Vorhersagegenauigkeit dieses Modells wird als Basislinie und Ver-
gleichswert genutzt. Dabei ist die ausschlaggebende Metrik die Intersection over
Union, kurz IoU!'. Mit einem Schwellenwert von >= (.8 wird eine Einteilung
in korrekt vorhergesagte Rahmen durchgefiihrt. Es wird also die Fliche der Uber-
schneidung der beiden Rahmen durch die Gesamtflache der Rahmen geteilt und
wenn ein Wert >= 80% erreicht wird, als korrekt vorhergesagt eingestuft. Das
Modell erreicht einen Wert von 0.86. In Anhang A ist die vollstindige Basislinie
dargestellt.

Greifer beladen? Die Aufgabe ’Greifer beladen?’ hat zum Ziel, zu erkennen ob
sich Baumstdmme im Greifer befinden oder nicht. Es handelt sich um eine Klassi-

fikationsaufgabe. Fiir diese Aufgabe wurde von PSIORI ein Modell erstellt. Dieses

19Single Shot MultiBox Detector
"ntersection over Union
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e N

(a) Greifer mit Rahmen (b) Greifer beladen

Abbildung 2.6: Greifer

Modell wird wie das Greifererkennungsmodell als Basislinie und Vergleichswert fiir
die durchgefiihrten Versuche genutzt. Das Modell erreicht auf den Validationsdaten

eine Accuracy von 98.28%. Im Anhang B ist die vollstindige Basislinie dargestellt.

2.6. Datenverstandnis

Mittels Kamera an der Kabine konnen neue unbeschriftete Bilder aufgenommen
und bei PSIORI abgelegt werden. Durch den Aufbau des Rundkrans und der Ka-
meraposition, befindet sich der Greifer immer im Bild. Der Hintergrund der Bilder
andert sich stark. Die geografische Lage des Rundkrans schriankt die moglichen
Wetterlagen ein. Es fillt kein Schnee und es gibt wenige Regentage. In Abbildung
2.7 sind Ausprigungen der Bildqualitét dargestellt. Abgesehen von Bildern in guter
Qualitédt gibt es helle Bilder, dunkle Bilder und Bilder mit Reflexionen. Die Bil-
der sind 1024 auf 648 Pixel grof3 und in Farbe. Die einzelnen Pixel, pro Farbkanal
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konnen dabei Werte zwischen 0 und 255 annehmen. Entsprechend der beiden Auf-
gabenstellungen ’Greifererkennung’ und ’Greifer beladen’ werden Daten mit einer

passenden Beschriftung bereitgestellt.

(b) Hell (c) Dunkel (d) Reflexionen

Abbildung 2.7: Bildqualitat

Greiferdatensatz Der Greiferdatensatz enthilt Bilder, in welchen der Greifer mit-
tels Rahmen markiert ist. Abbildung 2.6a zeigt ein beispielhaftes Bild mit markier-
tem Greifer. Die Annotationen der Position des Greifers wurde pro Bild in einer
XML-Datei abgelegt. Konkret wurde die Position des Rahmens in der Form ymin,
xmin, ymax und xmax abgespeichert. Uber die vier Werte lisst sich problemlos ein
Rahmen um den Greifer spannen. Der Datensatz besteht aus 4.684 durch Personen
annotierten Bildern.

Generierter Greiferdatensatz Erfahrungsgemilf lernen Autoencoder Lichtverhilt-
nisse in Bildern relativ gut. Um fiir erste Versuche den Fokus von den Lichtverhilt-
nissen auf die eigentliche Aufgabenstellung zu setzen, wurde ein weiterer Grei-
ferdatensatz erzeugt. Hierfiir wurden 8963 Bilder mittels dem Basislinienmodell
beschriftet und in 7171 Trainingsdaten und jeweils 896 Test- und Validationsdaten
aufgeteilt.

Baumstammdatensatz Der Baumstammdatensatz enthilt Bilder, welche die An-
notation, ob sich Baumstimme im Greifer befinden oder nicht, enthilt. Die Bilder

sind durch zwei Ordner in Bilder mit und Bilder ohne Baumstimme aufgeteilt. Ab-
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bildung 2.6b zeigt ein Bild, in welchem der Greifer Baumstdmme greift. In Abbil-

dung 2.6a befinden sich keine Baumstdmme im Greifer.

2.7. Datenvorbereitung

In Vorbereitung auf die Modellierungsphase wurde ein finaler Datensatz erstellt und

Werkzeuge zum Laden und Vorbereiten der Daten implementiert.

Erste Iteration Als Erstes wurden die Daten mittels Skripte in Training-, Test-
und Validationsdaten aufgeteilt. AnschlieBend wurden die Daten auf der Cnvrg-
Plattform in einen versionierbaren Datenspeicher geladen. In Tabelle 2.1 ist die fi-
nale Datenaufteilung zu sehen. Die Greiferdaten sind in 70% Trainingsdaten und je-
weils 15% Test- und Validationsdaten aufgeteilt. Die Baumstammdaten sind in 80%
Trainings-, 10% Test- und 10% Validationsdaten getrennt worden. Die Trainingsda-
ten werden zum Trainieren der Modelle genutzt, die Testdaten zum Uberpriifen der
Modelle und die Validationsdaten werden am Ende der Experimente fiir die finale

Uberpriifung der Ergebnisse eingesetzt.

Train Test Validation Summe
Greifer 3.279 703 704 4.686
Baumstimme j/m 9.749 1.221 1.225 12.195

Tabelle 2.1.: Datenaufteilung - Train Test Validation

Fiir das Laden der Daten wurde das Modul data_loader.py erstellt. Dieses Modul
enthilt die drei Klassen Dataloader, GrappleDatalLoader und LogsDataLoader.
DataLoader ist eine abstrakte Klasse, die Methoden zum Laden der Trainings-,
Test- und Validationsdaten definiert.

Sie liefern die Bilder basierend auf einem Parameter bis zur maximalen Anzahl als
Numpyarray zuriick. Die Klassen GrappleDatalLoader und LogsDataLoader im-
plementieren fiir den jeweiligen Datensatz die konkreten Methoden zum Laden der
Daten.

Mittels des Moduls data_preparation.py und der Klasse Preprocessing werden die
Bilder auf die passende GroBe verkleinert oder vergrofert und auf den Wertebereich

zwischen 0 und 1 normalisiert.
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Zweite lteration In der zweiten Iteration wurde ein neues Modul namens

data_generator_provider.py erstellt. Da Bilder als Numpyarray direkt in den Spei-
cher geladen werden, konnen nicht beliebig viele Bilder genutzt werden. Dieses
Problem wird von den Keras ImageDataGeneratoren [CF+15] adressiert. Sie erlau-
ben es Bilder stapelweise bereitzustellen. Zusétzlich konnen die ImageDataGene-
ratoren die Bilder direkt in der benotigten GroBe bereitgestellt werden. Das Modul
implementiert jeweils fiir den Baumstammdatensatz und den Greiferdatensatz eine

Klasse zum Bereitstellen von ImageDataGeneratoren.

Da die Modelle SIMO-Modelle sind, erfolgt zusitzlich noch eine Aufbereitung der
Bereitstellung der Daten. StandardmiiBig stellen die Generatoren Stapel mit Eintré-
gen der Form X, Y bereit. Wobei X die Eingangsdaten sind und Y die Zielgrofe de-
finiert. Zum Beispiel kann X ein Bild sein und Y die zugehorige Klasse. Die Multi-
Task-Learning-Module bendtigen Generatoren, die Eintrige der Stapel der Form
X, [X, Y] erzeugen. Die ZielgroBe hat sich zu einer Liste mit zwei GroBen verin-
dert. Die erste ZielgroBe entspricht den Eingangsdaten, sie werden fiir den Decoder-
Ausgang genutzt. Die zweite Zielgroe wird fiir den zweiten Ausgang genutzt. Sie
entspricht der ZielgroBe eines normalen ImageDataGenerator. Das Ganze wird mit
Hilfe der Klasse tensorflow.keras.utils.Sequence erreicht. Ihr wird im Konstruktor
ein ImageDataGenerator iibergeben. Bei der Bereitstellung eines Elementes wird
der Riickgabewert des Generators angepasst. Die entscheidenden Codezeilen sind
in Listing 2.2 dargestellt.

res = self.generator.next()
return res[0], [res[0], res[1]]

Listing 2.2: Aufbereitung Generatorergebnis in Python

Fiir das Vortrainieren werden Generatoren bereitgestellt, welche Stapel mit Eintré-
gen der Form X, X erzeugen. Hierbei wird auf Standardfunktionalitdt der Klasse
ImageDataGeneratoren zuriickgegriffen.

Die ImageDataGeneratoren bieten Standardfunktionalitiit zur Bildverstirkung. Alle
Generatoren normalisieren die Werte der Bilder zwischen O und 1. Die Generatoren
fiir die Trainingsdaten fiihren noch zufillige Verdnderungen der Helligkeit und Ka-
nalverschiebungen durch. Bei den Baumstammdaten werden die Bilder zusitzlich

horizontal umgedreht.
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Als grofler Kostenfaktor in Data-Science-Projekten wurden die Kosten zum Anno-
tieren von Daten ermittelt. Im Autocrane-Projekt werden viele Aufgaben in einer
Domiine durchgefiihrt. Als Frage stellt sich, ob eine geeignete Reprisentation der
Domine gefunden und ausgehend von dieser Reprisentation datensparsam (kosten-

sparsam) Aufgaben in dieser Doméne geldst werden konnen.

In den nachfolgenden Abschnitten wird zur Verdeutlichung der Ansitze zusitzlich

zu den Experimenten ein Blick auf die erstellten Module geworfen.

Zur Visualisierung der Einbettungen wird auf das Werkzeug PSIORI-Visualizer
(siehe Kapitel 2.4) zuriickgegriffen. Um die Daten in dem Werkzeug darzustellen,
wird auf die Werte der Einbettung eine Hauptkomponentenanalyse mit drei Kom-
ponenten durchgefiihrt. Die Einbettungen, in diesem Kapitel, haben die Dimension
10.

3.1. Greifererkennung auf Reprasentation

Ausgehend von einer mit Autoencodern erstellten Reprisentation wird versucht,
den Greifer zu finden. Hierzu wird die gefundene Représentation als Eingangswert
fiir ein neuronales Netzwerk genutzt. Das Netzwerk fiihrt in der Ausgangsschicht
eine Regression durch. In Abbildung 3.1 ist das Ergebnis abgebildet. Bei einem
Schwellenwert von 0.8 wird eine Punktzahl nahe O erreicht. In der Recall-IoU-
Kurve ist ein stetiger Abfall der Punktzahl zu sehen. Dieses mangelnde Ergebnis
zeigt, dass der gewihlte Ansatz nicht zielfithrend zur Losung des Problems ist. Eine
Ursache fiir die mangelnde Leistung kann die fehlende Fokussierung der Einbet-
tung sein. In Abbildung 3.2 ist die Einbettung des zugrundeliegenden Autoencoders
abgebildet. In den beiden Abbildungen werden die Datenpunkte farblich markiert.

Dabei wird die y-Position des Greifers im Bild in der einen und die x-Position des
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Greifers im Bild in der anderen Abbildung zur Zuordnung genutzt. Die Datenpunkte
verteilen sich im Raum, bilden aber keine Merkmale des Greifers ab. In Abbildung
3.3 sind Bilder mit ihren Rekonstruktionen abgebildet. Es ist deutlich zu erkennen,
dass der sich stark verdndernde Hintergrund eine Herausforderung ist. In erster Li-
nie wurden die Lichtverhiltnisse gelernt. Der Greifer ist in den Rekonstruktionen

nahezu nicht zu erkennen.
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Abbildung 3.1: Ergebnis Regression auf Autoencoder

3.2. Aufgabenfokussierung und Greifererkennung

Im Ansatz 3.1 wurde die fehlende Fokussierung des Autoencoders auf den Greifer
als Schwiche ausgemacht. Als neuer Ansatz wird untersucht, ob ein gleichzeiti-
ges Lernen der Datenreprisentation und das Finden des Rahmens um den Greifer
den Autoencoder fokussiert und gleichzeitig gute Ergebnisse fiir die Regression ge-
funden werden konnen. Dies entspricht der Methodik des MTL in der Auspriagung
SIMO.

3.2.1. Werkzeug: TaskFocusingOnAutoencoder

Zur Umsetzung des Ansatzes wurde ein Modul in Python erstellt. Da eine Aufgabe

des Multi-Task-Learning-Ansatzes ein Autoencoder ist, wurde als Basis die Klasse
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Embedding Embedding

(a) Einbettung mit y-Position des Greifers - (b) Einbettung mit x-Position des Greifers -
hell nach dunkel entspricht Greiferposi-  hell nach dunkel entspricht Greifer von
tion von hoch nach tief Breitseite zu Schmalseite

Abbildung 3.2: Embedding Autoencoder

ConvolutionalAutoencoder des Moduls autoencoder.py genutzt. Es wurde ein neues
Modul erstellt, welches zusitzlich zu der Rekonstruktion des Autoencoders einen
weiteren Ausgang bereitstellt. Der weitere Ausgang kann, wie jeder Ausgang fiir
eine Bindrklassifikation, fiir eine Multiklassifikation, fiir eine Regression oder jede
andere beliebige Aufgabe genutzt werden. In Abbildung 3.4 ist der schematische
Aufbau des Ansatzes abgebildet. Die Schichten des weiteren Kriteriums werden an
die Code-Schicht des Autoencoders angehingt. Es konnen beliebig viele Schichten
genutzt werden. Die Verlustfunktion des neuronalen Netzwerkes besteht aus der

Summe der einzelnen Verlustfunktionen und einer Gewichtung. Sie lautet im Detail:

loss = weightl x loss_autoencoder + weight2 x loss_task?2 (3.1

Die Gewichtung der Verlustfunktionen wird per Konstruktorargument iibergeben.
In Abbildung 3.5 ist das Klassendiagramm des TaskFocusingOnAutoencoder, kurz
TFAE!, dargestellt. Uber den Konstruktor kénnen alle Argumente, welche zum Er-
stellen des Models notwendig sind, per doppeltes Sternchen-Worterbuch-Argument
(**kwargs) an die Klasse iibergeben werden. Diese Technik erlaubt es, eine mit
Schliisselwortern versehene Argumentenliste variabler Linge zu iibergeben. Diese

werden beinahe in allen Methoden zum Einsatz gebracht. Sie werden insbesonde-

!TaskFocusingOnAutoencoder
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Abbildung 3.3: Original vs Rekonstruktion des Autoencoders

| n-Layer |
Code-Layer I
I n-Layer l I n-Layer
| X | I second_criterion

Abbildung 3.4: Schema TaskFocusingOnAutoencoder

re genutzt, um Argumente an die zugehorigen Keras-Methoden zu iibergeben. Die
Namensgebung der Methode orientiert sich dabei an Keras. So wird z. B. in dem
Methodenaufruf fit(..) unter anderem die Keras-Methode fit(..) aufgerufen. Um
einen TFAE zu trainieren, ist es notwendig, eine Instanz zu erzeugen, die Methode
pretrain(..) aufzurufen und diese anschlieBend mit der Methode fit(..) zu trainie-
ren. In dem Methodenaufruf pretrain(..) wird das Modell erstellt und schichten-
weise vortrainiert. Das eigentliche Training erfolgt in der Methode fit(..). Alterna-

tiv konnen die zugehorigen Generatorenklassen aufgerufen werden.

In Listing 3.1 ist beispielhaft dargestellt, wie ein TFAE erstellt wird. In den ersten
10 Zeilen wird die Architektur erstellt. Ab Zeile 12 wird eine Instanz TFAE mit-

tels Argumentenliste erstellt. Zu beachten ist, dass hier keine Decoder-Architektur
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" palpy.dataroom. internal autoencoder. ConvolutionalAutoencod er
_init_ (input_shape, code_dimensions, encoder_topology, decoder_topology, hidden_layer_kwargs, code_layer_kwargs, output_layer_kwargs)
block_is_pretrainable(cls, layers)

_build_decodericls, encoder)

i _blocks()

infer_pooling_counterparts(cls, pool_layer_spec, pool_layer
infer_symmetric_decoder_topologyfcls, encoder)

“stack_layersicls, topology. input_tensor)
X
B3

task_tocusing_on_sutoencoder. | asklocusingOnAutosncoder

oulpul. Tayer kwargs, nocond critorion hidden layor kwargs)

(X, y
fiuX, y)
amerator(generator; isolated_training)
ux)

ct._generator(generator’

ary()

rm_generator{generator)

76

Abbildung 3.5: Klassendiagramm TaskFocusingOnAutoencoder

tibergeben wird. Wenn keine Decoder-Architektur bereitgestellt wird, wird sie beim
Erstellen des eigentlichen Modells aus der Encoder-Architektur abgeleitet.

encoder_topology = [("Conv2D", {"filters": 8, "kernel_size": (3, 3)1}),
("Conv2D", {"filters": 8, "kernel_size": (3, 3)}),

(’MaxPooling2D’, {"pool_size": (2, 2)1}),

("Conv2D", {"filters": 16, "kernel_size": (3, 3)}),

("MaxPooling2D", {"pool_size": (2, 2)}),

("Conv2D", {"filters": 16, "kernel_size": (3, 3)}),

("Flatten", {}),

("Dense", {"units": 16})]

second_criterion_topology = [("Dense", {"units": num_classes}) ]

tfae = TaskFocusingOnAutoencoder(

input_shape=(28, 28, 1),

code_dimensions=3,

encoder_topology=encoder_topology,
second_criterion_topology=second_criterion_topology,
hidden_layer_kwargs = {’activation’: ’relu’},
output_layer_kwargs = {’activation’: ’sigmoid’},
second_criterion_hidden_layer_kwargs = {’activation’: ’relu’},
second_criterion_output_layer_kwargs = {’activation’: ’softmax’},
second_criterion_loss = ’categorical_crossentropy’,
loss_weights=[8., 1.1,

second_criterion_metrics = {’second_criterion’:’accuracy’},
code_layer_kwargs=dict())

Listing 3.1: Beispiel Erstellung ConvolutionalSecondCriterionAutoenocder in Python

Listing 3.2 zeigt den Aufruf der Methode Pretrain. Der Aufruf fiihrt zu einem
schichtweisen Vortrainieren des Netzwerkes mit den Daten x_train bei 20 Epochen
und einer Stapelgrofle von 64.

tfae.pretrain(x_train,epochs = 20, batch_size = 64)

Listing 3.2: Beispielaufruf Pretrain in Python
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3. Experimente und Werkzeuge

Der Methodenaufruf fit(..) funktioniert wie der fit(..)-Aufruf in Keras. In Zeile
drei des Listing 3.3 ist zu erkennen, dass die ZielgroBen der verschiedenen Ausgin-

ge einfach als Python-Worterbuch iibergeben werden konnen.

| history = tfae.fit(
x_train,
3 {"decoder": x_train, "second_criterion": y_train},
4 epochs=200,
5 batch_size = 64,
6 validation_data=(x_test,{"decoder": x_test, "second_criterion": y_test})

Listing 3.3: Beispielaufruf Fit in Python

3.2.2. Experiment

Mit dem TFAE wird fiir die Aufgabe Greifererkennung im Median fiir den Schwel-
lenwert 0.5 eine Leistung von 98,77% erreicht, fiir den Schwellenwert von 0.8 eine
Leistung von 68.30%. In Abbildung 3.6 sind die Ergebnisse im Detail dargestellt. In
Anhang C.2 ist eine detaillierte Einzelaufstellung der Ergebnisse zu finden. Diese
Leistung ist deutlich besser, als die erzielte Leistung mit dem Ansatz ’Greiferer-
kennung auf Reprisentation’ (Kapitel 3.1). Bei Betrachtung der Reprisentation in
Abbildung 3.7 ist eine deutliche Anpassung an den Greifer zu erkennen. Sowohl
die Farbkodierung fiir die y-Position als auch die x-Position des Greifers im Bild ist
sehr deutlich zu erkennen. Ist der Greifer nahe am Ausleger und auch noch offen,
sind die Einfiarbung eines Datenpunktes in beiden Einbettungen gelb markiert. Zu-
satzlich lisst sich eine Trennung der einzelnen Datenpunkte in das Merkmal Greifer
beladen oder nicht beladen erkennen. Es zieht sich eine sichtbare Trennung der Da-
tenpunkte durch die Einbettung. Bei Betrachtung der Rekonstruktionen, insbeson-
dere im direkten Vergleich zu den Rekonstruktionen des Autoencoders, zeigt sich
eine stirkere Auspriagung des Merkmales Greifer. In Abbildung 3.8 sind drei Bil-
der mit ihren jeweiligen Rekonstruktionen dargestellt. Im Anhang C.2 in Abbildung
C.1 ist eine groBere Auswahl an Rekonstruktionen dargestellt.

In Abbildung 3.7c sind in der Einbettung die Fehlvorhersagen lila eingeférbt. Die
meisten Fehler sind bei geschlossenem Greifer entstanden. Werden die Einbettun-
gen aller Versuche (Abbildung C.2) betrachtet, féllt auf, dass bei geschlossenem
Greifers die meisten Fehler aufteten. Zur Untersuchung der moglichen Fehlerur-
sachen, wurden die Vorhersagen der Rahmen gegen die Annotationen in Streudia-

grammen 3.9 aufgetragen. In Abbildung 3.9a ist die Rahmenfldche, in Abbildung
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Abbildung 3.6: Ergebnis TFAE-Greifererkennung

3.9b ist die Rahmenhdhe und in Abbildung 3.9c ist die Rahmenbreite dargestellt.
In allen drei Abbildungen entsprechen die orangen markierten Datenpunkte den
falsch vorhergesagten und die blau markierten Datenpunkte den korrekt vorherge-
sagten Rahmen. Wenn eine Vorhersage genau der Annotation entspricht, befindet
sich der Datenpunkt genau auf der Diagonalen. Um so weiter entfernt der Wert von
der Diagonalen Linie ist um so groBer ist der Fehler. Ist die Vorhersage kleiner als
die Annotation, befindet sich der Datenpunkt unterhalb der Diagonalen, ansonsten
oberhalb. Es ist erkennbar, dass kleinere Rahmen schlechter als gro3e Rahmen vor-
hergesagt werden. Dies ldsst sich dadurch erklédren, dass bei kleineren Rahmen ein
kleinerer absoluter Fehlerwert zulissig ist. Ansonsten ldsst sich erkennen, dass die
Rahmen héufiger zu klein als zu grof} sind. Durch einen Blick in die Einbettungen,
sieche Abbildung 3.7, ist zu erkennen, dass insbesondere bei geschlossenem Grei-
fer und bei einer Greiferposition nahe des Auslegers Fehler auftreten. Da es circa
20 Bilder mit dem Merkmal *Greiferposition nahe des Auslegers’ gibt, kann dieser
Fehler vermutlich mit einer Erh6hung der Datenmenge mit dem Merkmal behoben

werden.

3.3. Transferlernen und 'Greifer beladen?’

Im vorangegangenen Kapitel wurde eine Reprisentation gefunden, welche die Merk-

male des Greifer herausbildet. Ausgehend von dieser Reprisentation wird unter-
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(a) Einbettung mit y-Position des Greifers - (b) Einbettung mit x-Position des Greifers -
hell nach dunkel entspricht Greiferposi-  hell nach dunkel entspricht Greifer von
tion von hoch nach tief Breitseite zu Schmalseite

(c) Einbettung mit Vorhersage

Abbildung 3.7: Einbettung MT

sucht, ob ein Transfer auf weitere Aufgaben durchgefiihrt werden kann. Es wird der
Ansatz des netzwerkbasierten tiefen Transferlernens genutzt, um die Aufgabenstel-
lung *Greifer beladen?’ zu 16sen.

3.3.1. Werkzeug: TaskTransferOnAutoencoder

Als Quelldomine wird ein Netzwerk, welches mittels TFAE erstellt wurde, genutzt.
In der Zieldomine werden die Architektur und die Gewichte des Auteoncoder wei-
terverwendet. Die zweite Aufgabe wird durch eine neue Aufgabe ersetzt. Abbildung
3.10 zeigt das Schema des Ansatzes.
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Abbildung 3.9: Rahmen: Vorhersage vs Annotation

Zur einfachen Anwendung des Ansatzes wurde ein Python-Modul mit der Klasse
TaskTransferOnAutoencoder, kurz TTAE?, erstellt. Abbildung 3.11 zeigt das zuge-
horige Klassendiagramm. Als Basis wird ein TFAE als Konstruktorargument iiber-
geben. Die Parameter fiir den Autoencoder werden aus diesem Modell kopiert.
Zusitzlich miissen noch die Einstellungen fiir die zweite Aufgabe iibergeben wer-
den. Aus diesen beiden Teilen wird das neue Modell erstellt. Die Parameter free-
ze_encoder_layers und freeze_decoder_layers ermoglichen es, die Merkmalstrans-
formation unverdndert zu lassen. Es wird dariiber gesteuert, welche Schichten nicht

neu trainiert werden konnen.

Listing 3.4 zeigt beispielhaft die Anwendung dieses Werkzeuges. Im Vergleich zu
dem TFAE ist die Anwendung schon deutlich einfacher. Es gibt weniger Hyperpa-
rameter zum Modifizieren. Da das Modell auf einem trainierten TFAE basiert, ist

TaskTransferOnAutoencoder
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Abbildung 3.10: Schema TaskTransferOnAutoencoder

psipy.core.io.saveable.Saveable

_config : dict
_version : tuple
saveable_version
version

_init_ ()

_load(cls, zipfile)
_save(zipfile)
from_config(cls, config)
get_config()

get_metal(cls)

load(cls, zipfile, name)
save(zipfile, name)
validate_version(cls, zipfile)

task transfer on_autoencoder.TaskTransferOnAutoecndoer

decoder layers
encoder_layers
layers
model
transfer model

__init ()

_clone_with_weights(model)

_load(cls, zip_file)

_save(zip_file)

build_model(cls, enc, dec)

create transfer model from(cls, autoencoder)
derive_freeze_decoder_layer(max_dec_layers)
get_decoder()

get_encoder()

summary()

transform(X)

Abbildung 3.11: Klassendiagramm TaskTransferOnAutoencoder

kein pretrain(..) mehr notwendig. Die Methode fit(..) / fit_generator(..) wird

auf dieselbe Weise wie in Keras angewendet.

3.3.2. Experiment

In 3.2 wurde eine fokussierte Reprisentation erstellt. Zur Uberpriifung, ob ausge-
hend von dieser Losung neue Aufgaben gelost werden konnen, wird ein Transfer auf
die Aufgabe ’Greifer beladen?’ durchgefiihrt. Hierbei wird der in 3.3.1 vorgestellte
Ansatz genutzt.

Mit dem vorgestellten Ansatz ldsst sich die Aufgabe *Greifer beladen?’ 16sen. Im

Median von drei Versuchen wird ein Accuracy von 0.9827% erreicht, was nahezu
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3. Experimente und Werkzeuge

tscm = TaskTransferOnAutoencoder(csc_autoencoder,
second_criterion_topology=second_criterion_topology,
second_criterion_loss = ’mae’,
second_criterion_hidden_layer_kwargs = {’activation’: ’relu’},

second_criterion_output_layer_kwargs = {’activation’: ’linear’},
loss_weights=[1, 0.01],
freeze_encoder_layers = 2, freeze_decoder_layers =[0,1])

history = tscm.fit(

x_train,

{"decoder": x_train, "second_criterion": y_train},

epochs=20,

batch_size = 128,

validation_data=(x_test,{"decoder": x_test, "second_criterion": y_test}))

)

Listing 3.4: Beispiel TaskTransferOnAutoencoder in Python

der Leistung der Basislinie mit einer Accuracy von 0.9828% entspricht. In Abbil-

dung 3.12 sind die Ergebnisse des Versuchs dargestellt.
Die Abbildung 3.12b stellt die neu gefundene Einbettung dar. Die blauen Daten-

punkte entsprechen der Vorhersage true positiv, die lila Datenpunkte der Vorhersage
true negativ, gelb entspricht false positiv und griin false negativ. Es ist eine deutli-
che Anpassung der Einbettung an die Problemstellung erkennbar. Der erfolgreiche
Transfer zeigt, dass das die Fokussierung des Basis-Autoencoders erfolgreich ist.

0.988

0.987

0.986

Accuracy

0.985

0.984

0.983

(b) Einbettung mit Vorhersage

'ransferl to Logs
(a) Accuracy bei drei Durchlaufen

Abbildung 3.12: Ergebnis Transfer nach ‘Greifer beladen?’

Die falsch vorhergesagten Datenpunkte befinden sich in der Einbettung im Uber-
gang zwischen den beiden Klassen. Ursache dafiir konnten Schatten oder die Dre-
hung des Greifers sein, aber auch perspektivischer Fehler, bei dem es nur so aus-
sieht, als ob sich Holz im Greifer befindet. Die falsch vorhergesagten Bilder sind in
Anhang D.1 zu finden.
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3.4. AutoML und ’Greifer beladen?’

Wegen der starken Anpassung an die Klassifikationsaufgabe im vorangegangenen
Versuch, sollen nun die Hyperparameter zur Gewichtung der Verlustfunktion be-
trachtet werden. Ziel dieses Versuches ist es herauszufinden, welchen Einfluss die
Hyperparameter auf das Ergebnis haben. Es gibt sehr viele Moglichkeiten fiir die
Gewichtung der Verlustfunktion. Um den manuellen Aufwand fiir weitere Anwen-
dungen gering zu halten, wird ein neues Modul erstellt, welches auf AutoML zur

Hyperparameteroptimierung zuriickgreift.

3.4.1. Werkzeug: AutoTaskTransferOnAutoencoder

Das neue Modul integriert den Ansatz in der Klasse AutoTaskTransferOnAutoen-
coder, kurz AutoTTAE?. Sie integriert die Klasse TaskTransferOnAutoencoder und
erweitert sie mithilfe des HpBandSter-Frameworks um AutoML-Ansitze zur HPO.
Konkret erbt die Klasse von hpbandster.core.worker. Zur Speicherung und Verwal-
tung der zu optimierenden Hyperparameter wird auf die Klasse HyperparameterMi-
xin zuriickgegriffen. Nach dem Instanziieren der Klasse konnen weitere aufgaben-
spezifische, zu optimierende Hyperparameter gesetzt werden. In Abbildung 3.13 ist

das zugehorige Klassendiagramm abgebildet.

In Listing 3.5 ist eine einfache Implementierung eines AutoTaskTransferOnAutoen-
coder dargestellt. Der Konstruktor unterscheidet sich nur an einer Stelle zum Kon-
struktor der Klasse TaskTransferOnAutoencoder. Es wird keine Instanz des TFAE
ibergeben, sondern ein Pfad zu einem abgespeicherten Modell eines TFAE. Im Ge-
gensatz zur bisherigen Vorgehensweise werden die Trainings und Testdaten mit der
Methode set_generators(..) oder set_numpy_data(..) ibergeben. Ziel ist es da-
bei die Komplexitit der Methode optimize(..) zu reduzieren. Durch den Aufruf von
optimize(..), wird der Optimierungsvorgang gestartet. Die Parameter sind dabei die
Anzahl an Iterationen, die Optimierungsstrategie und ein Worterbuch, welches zu-
satzliche Einstellungen fiir die einzelnen Optimierer enthalten kann. In jeder Iterati-
on der Optimierung wird ein neuer TaskTransferOnAutoencoder erstellt und mittels
der ausgewihlten Hyperparameter und iibergebenen Daten trainiert. Das Werkzeug
unterstiitzt derzeit die Optimierer, Zufallssuche, Hyperband und BOHB. Der vom

Framework bereitgestellte Parameter Budget wird zur Festlegung der Epochen ein-

3 AutoTaskTransferOnAutoencoder
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hpbandster.core.worker.Worker

busy : bool

host : NoneType

logger : NoneType, RootLogger

nameserver : NoneType psipy.ml.automation.hyperparameter_mixin. HyperparameterMixin
Dameserver_port : NoneType SUBSPACE DELIMITER : str
I;Z;Ofd aemon : Daemon hyperparameter_space
thread : NoneType, Thread __init_ ()

thread_cond : Condition get_hyperparameter(name)
timeout : NoneType get_hyperparameter_names()
timer : NoneType, Timer get_hyperparameter_space()
worker_id get_hyperparameters()

remove_hyperparameter(name)

set_condition(condition)

set_hyperparameter(hyperparameter, subspace)
set_hyperparameter_attribute(hyperparameter_name, attribute_name, value)

__init__(run_id, nameserver, nameserver_port, logger, host, id, timeout)
_run(

compute(config_id, config, budget, working_directory)

is_busy()

load_nameserver_credentials(working_directory, num _tries, interval)

run(background)

shutdown()
auto_task_transfer on_autoencoderAutoTaskTransferOnAutoecndoer

start_computation(callback, id)

auto_model_kwargs : dict
fit_kwargs : dict
test_generator
train_generator
transfer_model
transfer_model kwargs : dict
worker_id

X_test

X_train

y_test

y_train

_init__ ()
_add_freeze_hyperparameter_space(max_layers)
_build_from_kwargs(config)
build_hyperparameter_space()

evaluate(config)

fit(budget, config)

_set_autoencoder_params()

compute(config, budget, verbose)

is_generator()

is_numpy()

optimize(n_iterations, hyperparameter_optimizer, optimization_kwargs, fit_kwargs)
set_generators(train_generator, test_generator)

set_numpy_data(x_train, y_train, x_test, y_test)

Abbildung 3.13: Klassendiagramm AutoTaskTransferOnAutoencoder

gesetzt. Um die Laufzeit zu begrenzen wird ein EarlyStopping Kriterium eingesetzt.
Dieses Kriterium beendet ein Trainingsdurchlauf, wenn nach x-Epochen keine Ver-
besserung erzielt wird. Besondere Beachtung muss die Evaluationsmetrik zur Be-
wertung eines Optimierungslaufes finden. Da ein zu optimierender Hyperparameter
die Gewichtung der Verlustfunktion ist, muss dies bei dem Einsatz der Evaluations-
metrik beriicksichtigt werden. Die Evaluationsmetrik kann bei dem Erstellen der

Klasse frei gewihlt werden.

3.4.2. Experiment

In diesem Versuch wird dieselbe Ausgangslage wie im vorangegangenen Versuch
genutzt. Der Unterschied besteht darin, dass der Hyperparameter *Gewichtung der
Verlustfunktion’ automatisch gesucht wird. Zur Bewertung eines Optimierungslaufs
wird der ungewichtete Wert der Verlustfunktion des trainierten Modells herangezo-
gen. Die detaillierten Ergebnisse von drei Optimierungsdurchldufen, sind in Anhang
E zu finden. In Abbildung 3.14 ist der Loss gegen die Gewichte dargestellt. Die Ge-
wichtung der Verlustfunktion scheint einen starken Einfluss auf das Ergebnis zu

haben. Die Gewichtung des Autoencoder-Teils der Verlustfunktion tendiert zu dem
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tscm = AutoTaskTransferOnAutoencoder (max_deep_freeze=2,
path_to_model = path_to_base_model,
second_criterion_topology=second_criterion_topology,

second_criterion_loss = ’binary_crossentropy’,
second_criterion_hidden_layer_kwargs = {’activation’: ’relu’},
second_criterion_output_layer_kwargs = {’activation’: ’sigmoid’},

second_criterion_metrics = {’second_criterion’:’accuracy’}

)
tscm.set_generators(train_datagenerator,test_datagenerator)

best_config, history = tscm.optimize (3
, >’BOHB’

,optimization_kwargs

,fit_kwargs

)

Listing 3.5: Beispiel AutoTaskTransferOnAutoencoder in Python

Wert 1.8. Fiir das weitere Kriterium oder das Verhiltnis der beiden Parameter lidsst
sich keine Tendenz ablesen.

In den finalen Ergebnissen fiir die Aufgabe ’Greifer beladen?” erreichen alle drei
Versuche mindestens eine Accuracy von 98%, bei verschiedenen Gewichtungen.
In Abbildung 3.15 sind die Einbettungen, des jeweils besten Durchlaufs der drei
Optimierungsdurchliufe abgebildet. Die einzelnen Datenpunkte sind entsprechend
ihrer Klasse eingefirbt. In zwei Fillen ist eine deutliche Anpassung an die Klas-
sifizierungsaufgabe erkennbar. In Durchlauf eins 3.15a ist die Anpassung deutlich
geringer als in den anderen beiden Durchldufen.

Im Vergleich zu der Einbettung in Experiment 3.3 ist in allen drei Fillen eine besse-
re Generalisierung der Einbettung erkennbar. Im Vergleich zur Einbettung in Expe-
riment 3.2 erwartungsgemél eine schwichere. Die stark voneinander abweichenden
Ergebnisse deuten darauf hin, dass das optimale Ergebnis noch nicht erzielt wurde.
Im Vergleich zu der nicht optimierten Losung ldsst sich eine Verbesserung erken-
nen. In weiterfithrenden Arbeiten empfiehlt es sich den Einfluss der Hyperparameter

genauer Zu unter suchen.

3.5. Datenmenge und 'Greifer beladen?’

In den bisherigen Experimenten wurde die grundsitzliche Funktionalitit der Ansét-

ze untersucht. Besonderes Kosten-Einsparungspotential besteht bei einem Einsatz
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Abbildung 3.15: Einbettungen AutoTTAE mit Vorhersage

von geringeren Datenmengen. In diesem Versuch wird untersucht, wie sich die Lo-
sung bei unterschiedlichen Datenmengen verhilt. Es wird untersucht, wie sich die
Leistung der Ansitze bei 200, 2000 und 9749 annotierten Daten verhilt. Der Wert
9749 entspricht allen Bildern, bei 200 Bildern wird erwartet das klassische Ansitze
versagen. Der Wert 2000 wurde gewihlt, um das verhalten bei wenigen aber ausrei-

chend Daten zu untersuchen.

In Abbildung 3.16 sind die Ergebnisse des Versuchs fiir die Aufgabe ist der Greifer
beladen dargestellt. Auf der X-Achse sind die Datenmengen, auf der y-Achse die
Accuracy dargestellt. Der Versuch wurde einmal als TTAE-Ansatz, hier blau und
einmal als TFAE-Ansatz (lila) durchgefiihrt. Bei allen drei Datenmengen erreicht
der TTAE-Ansatz deutlich bessere (A = 22%, 15%, 5%) Ergebnisse. Insbesondere
bei niedrigen Datenmengen erzielt der TTAE-Ansatz gute Ergebnisse. Bei 2000
Bildern ist die Accuracy nur 2% schlechter als die Basislinie. Die Einzelergebnisse
sind in Abbildung 3.17 dargestellt.
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4. Fazit

Die Arbeit schlieft mit einer Zusammenfassung der Inhalte ab, auf welche eine
kritische Auseinandersetzung mit verschiedenen Ergebnissen der Abschlussarbeit
folgt und durch einen ausfiihrlichen Blick auf mogliche Erweiterungen, weiterer

Forschungsbedarf und weitere geleistete Arbeiten komplettiert wird.

4.1. Zusammenfassung

Ziel dieser Arbeit war es ein Verfahren zu entwickeln um den Einsatz von an-
notierten Daten zu reduzieren, hierzu wurden die theoretischen Hintergriinde, das
Umfeld der Problemstellung und die Datensitze vorgestellt. Der Hauptteil der Ar-
beit beschiftigt sich mit aufeinander aufbauenden Ansédtzen des Transferlernens.
Im ersten Schritt wurde gezeigt, dass ein Ansatz, ausgehend von einer nicht fokus-
sierten Représentation fehlschlidgt. Darauf folgend wurde ein Multi-Task-Learning-
Ansatz zum gleichzeitigen Fokussieren und Losen einer Regressionsaufgabe vor-
gestellt und evaluiert. Insbesondere die gefundene Reprisentation hat dabei deut-
lich die aktuelle Domine widergespiegelt. Darauf aufbauend wurde ein Ansatz des
modellbasierten Transferlernens vorgestellt. Die Ergebnisse erreichen eine dhnliche
Leistung wie das Basislinienmodell. Zur HPO der Aufgabengewichtung wurde eine
AutoML-Erweiterung eingesetzt. Dabei hat sich gezeigt, dass der Hyperparameter
einen deutlichen Einfluss auf das Ergebnis hat und die automatische Suche hilfreich
ist. AbschlieBend wurde gezeigt, dass die Transfer-Losung insbesondere fiir gerin-
ge Datenmengen gute Ergebnisse liefern kann. Begleitend zu der Vorstellung der

Ansitze wurde jeweils eine Python-Implementierung des Ansatzes vorgestellt.
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4. Fazit

4.2. Kritische Reflexion

Auf Grund des Umfangs der vorliegenden Arbeit wurde das Module AutoTTAE nur
oberflachlich angerissen. Bei zukiinftigen Arbeiten empfiehlt es sich, eine Optimie-
rung mit deutlich mehr Iterationen und weiteren zu optimierenden Hyperparametern
durchzufiihren.

Auf Grund der Einfachheit (vier Ausgangsneuronen) wurde fiir die Aufgabe *Rah-
men um Greifer’ eine Regression eingesetzt. In der Regel werden fiir Objekterken-
nungsaufgaben andere Techniken wie z.B. der bereits erwihnte SSD-Ansatz ein-
gesetzt. Durch eine explizite Lokalisierung und Klassifizierung werden oft bessere

Ergebnisse erzielt.

Die bisherigen Versuche wurden alle in derselben Domine, mit Bilder und dem
Greifer durchgefiihrt. Die gewihlten Ansdtze wurden fiir diese Umgebung gewihlt.
Die Aussagekraft auf andere Dominen oder Umgebungen mit weniger stark ausge-
priagten Merkmalen, wie ein Greifer, ist schwach und sollte in weiteren Versuchen

untersucht werden.

4.3. Ausblick und weitere Arbeiten

In diesem letzten Unterkapitel werden weitere (vorldufige) Ergebnisse dargestellt

und ein Blick auf mogliche Erweiterungen geworfen.

4.3.1. Transfer auf Greiferdatensatz

Die Annotationskosten sind je nach Art von Annotation und Aufwand unterschied-
lich. Eine einfache Zuordnung eines Bildes zu einer von zwei Klassen liegt dabei
im einstelligen Cent-Bereich. Die Markierung eines Objektes in einem Bild mittels
Rahmen verursacht Kosten im zweistelligen Cent-Bereich und die Markierung von
Winkeln in einem Bild kann mehr als einen Euro kosten. In Kapitel 3.5 und 3.3.2
wurde gezeigt, dass der Transfer fiir die Aufgabe ’Greifer beladen?’ funktioniert
und insbesondere bei wenigen Daten stark ist. Sofern ein Transfer von der Aufgabe
’Greifer beladen?’ zu der Aufgabe 'Rahmen um Greifer’ moglich ist, sind deutliche

Kosteneinsparungen zu erreichen, da hier die Annotationen kostenintensiver sind.
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Im ersten Versuch ist der Transfer auf dem Greiferdatensatz fehlgeschlagen, durch
weitere Arbeiten an dem Problem konnte eine Verbesserung erzielt werden. Zu den
weiteren Arbeiten zdhlen das Entfernen von Bildern, bei denen der Greifer iiber
den Rand des Bildes hinausgeht. Diese Bildern konnen durch eine Modifikation der
Kameraposition am Kran nicht mehr vorkommen. Weitere Verbesserungen konnten
durch Regularsierungstechniken erzielt werden. Im Anhang F ist die aktuelle Mo-
dellzusammenfassung zu finden.

In Abbildung 4.1 sind die Ergebnisse der Aufgabe ’Rahmen um Greifer’ darge-
stellt. Bei einem Schwellenwert von 0.5 wird eine Leistung von 96% erreicht und
bei einem Schwellenwert 0.8 eine Leistung von 55%. Bei genauerer Betrachtung
der Vorhersagen fillt auf, dass der Greifer gefunden wird, die genauen Abmessun-
gen aber nicht korrekt sind. Dieses Verhalten ist auch in Abbildung 4.2 zu sehen.
In dieser Art von Abbildungen werden die Vorhersagen gegen die Beschriftungen
aufgetragen. Bei einer perfekten Vorhersage befinden sich alle Datenpunkte auf der
Diagonale. Sowohl in der Darstellung der Rahmenhdhe als auch der Rahmenbreite
ist zu sehen, dass die Vorhersage zur Beschriftung passt, aber sich noch verbessern
kann. In Abbildung 4.3c sind die fiir den Schwellenwert 0.8 falsch vorhergesagten
Datenpunkte in der Einbettung lila eingefirbt. Die falschen Vorhersagen verteilen
sich iiber alle Datenpunkte. Mit Blick auf die Einfiarbung der x und y Position des
Greifers 4.3, zeigt sich in den Einbettungen die Position des Greifers im Bild. Wi-
derspiegeln zu den Vorhersageergebnissen ist in der Einbettung die genaue Auspri-
gung des Greifers schwach représentiert.

Recall-loU curve
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0.4 Images: 696
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0o 02 0.4 06 08 10
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Abbildung 4.1: loU TTAE Greifer
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Abbildung 4.2: Beschriftung vs Vorhersage

4.3.2. Autocrane-Datensatz

Im Rahmen der Arbeit wurde ein Datensatz erarbeitet und Projektpartnern zur Ver-
figung gestellt. Eine spitere Verdffentlichung des Datensatzes unter der Adresse
psiori.com ist geplant. Der Datensatz soll zu allgemeinen akademischen und pid-
agogischen Zwecken genutzt werden diirfen. Alternativ kann Zugang zu dem Da-

tensatz iiber die E-Mail-Adresse info@psiori.com angefragt werden.

4.3.3. Erweiterung: Multi-Task-Learning-Ansatz

Multi-Task-Learning beschrinkt sich nicht auf zwei Aufgaben. Die gezeigte Losung
kann um weitere Aufgaben erweitert werden. In Abbildung 4.4 ist der erweiterte
Ansatz schematisch abgebildet. Wie in den bisherigen Ansitzen werden ausgehend
von der Code-Schicht weitere Aufgaben bearbeitet. Durch die weiteren Aufgaben
wird die Gewichtung der einzelnen Aufgaben noch schwerer. In Experiment 3.4.2
wurde gezeigt, dass AutoML bei der Gewichtung helfen kann. Dieser erweiterte
Ansatz soll in einem Anschlussprojekt fiir die Praxistauglichkeit untersucht werden.
Der Aufwand, das bisher entwickelte Python-Modul zu erweitern, wird sich dabei in
Grenzen halten. Insbesondere miissen im Konstruktor Erweiterungen zum Erstellen
der Modelle der weiteren Aufgaben getitigt werden. An anderen Stellen wie z. B.
der Methode zum Trainieren des Gesamtmodells wird keine Erweiterung notwendig

sein, da bereits mit Listen gearbeitet wird.
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(a) Einbettung mit y-Position des Grei- (b) Einbettung mit x-Position des Grei-
fers - hell nach dunkel entspricht fers - hell nach dunkel entspricht
Greiferposition von hoch nach tief Greifer von Breitseite zu Schmalsei-

te

(c) Einbettung mit Vorhersage

Abbildung 4.3: Einbettung TTAE-Greifererkennung

4.3.4. Flexibilitat der Werkzeuge

Die bisherigen Module sind starr bei der Anwendung. Es ist notwendig, ein Multi-
Task-Learning-Modell zu erstellen, um anschlieBend den modellbasierten Transfer
durchzufiihren. Soll ein neuer modellbasierter Transfer durchgefiihrt werden, ist es
zwingend erforderlich, dass dies vom Multi-Task-Learning-Modell ausgeht. Es ist
nicht moglich ein Transfermodell aus einem anderen Transfermodell zu erzeugen.
Als mogliche Erweiterung der Module empfiehlt sich, eine Flexibilisierung des Ge-
samtansatzes durchzufiihren. Durch eine Anpassung bei der Modellerstellung der
Module ist die Abfolge nicht mehr notwendig. Es ist vorstellbar, dass ein neues
Modell, basierend von einer Architekturdefinition komplett neu trainiert wird, oder,
ausgehend von einem Autoencoder-Modell, mit beliebig vielen weiteren Aufgaben
trainiert werden kann. Konkret muss im Konstruktor der Module eine Zusammen-

fiihrung der bisher getrennten Ansitze durchgefiihrt werden.
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Code-Layer l
n-Layer [ n-Layer ] Ly
X ] Task 2 ] [ Task n

Abbildung 4.4: Multi-Task-Learning-Ansatz
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B. Basislinie 'Greifer beladen?’
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Abbildung B.1: receiver operating characteristic

Confusion matrix, without normalization
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Abbildung B.2: Konfusionsmatrix

precision recall fl-score

no Logs 0.97 1.00 0.98

Logs 1.00 0.97 0.98
accuracy 0.98
macro avg 0.98 0.98 0.98
weighted avg 0.98 0.98 0.98

Abbildung B.3: Klassifikationsreport
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Cc. Greifererkennung

C.1. Ergebnisse: Greifererkennung auf Autoencoder

Versuch 1IoU t=0.5 IoU t=0.8

1 0.3565 0.0127

2 0.3735 0.0227

3 0.3821 0.0383

Tabelle C.1.: Einzelwerte Boxplot loU Greifererkennung auf Autoencoder
C.2. Ergebnisse: TFAE-Greifererkennung

Nr. IoU t=0.5 IoU t=0.8

1 0.9832 0.6830

2 0.9877 0.6752

3 0.9955 0.8370

Tabelle C.2.: Einzelwerte Boxplot loU TFAE-Greifer
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C. Greifererkennung

Abbildung C.1: Orginal - AE - TFAE
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C. Greifererkennung

Embedding Embedding
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Abbildung C.2: Einbettungen TFAE-Greifererkennung V:1-3
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C. Greifererkennung

Abbildung C.3: 'Rahmen um Greifer’ falsch vorhergesagt
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D. Ergebnisse: 'Greifer beladen?’

TTAE Logs 9749 0.9885 0.9827 0.9827
TTAE Logs 200 gewichtet 0.8662 0.8744 0.8063
TTAE Logs 2000 gewichtet 0.9622 0.9565 0.9606
TTAE Logs 9749 gewichtet 0.9803 0.9819 0.9819
TFAE Logs 200 gewichtet  0.5348 0.6021 0.6283
TFAE Logs 2000 gewichtet 0.8695 0.8154 0.7998
TFAE Logs 9749 gewichtet 0.9310 0.9350 0.9474

Tabelle D.1.: Ergebnisse 'Greifer beladen?’ - Datenmengen - TTAE und TFAE
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D. Ergebnisse: 'Greifer beladen?’

Abbildung D.1: Greifer beladen?’ falsch vorhergesagt
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E. Ergebnisse: AutoML

[[0, 0, 0], {"autoencoder_loss_weight": 1.7075625388348528, "
second_criterion_loss_weight": 1.620301197100841}, {"model_based_pick":

[[0, 0, 1], {"autoencoder_loss_weight": 1.7226786847082973, "
second_criterion_loss_weight": 0.7924098665357532}, {"model_based_pick":
}

s [[0, 0, 2], {"autoencoder_loss_weight": 0.6160240108727594, "

10

second_criterion_loss_weight": 0.9063164238875814}, {"model_based_pick":

H
[[0, 0, 3], {"autoencoder_loss_weight": 1.5944416211373635, "

second_criterion_loss_weight": 0.17356474856249593}, {'"model_based_pick":

H

[[0, 0, 4], {"autoencoder_loss_weight": 1.6727991908447313, "
second_criterion_loss_weight": 1.9470819991488746}, {"model_based_pick":
}

[[0, 0, 5], {"autoencoder_loss_weight": 0.3146510381799526, "
second_criterion_loss_weight": 0.2588175705029989}, {"model_based_pick":
}H

[[0, 0, 6], {"autoencoder_loss_weight": 1.6142285799147957, "
second_criterion_loss_weight": 0.0837943325448559}, {"model_based_pick":

[[0, 0, 7], {"autoencoder_loss_weight": 1.6917198785928569, "
second_criterion_loss_weight": 1.0320932073069085}, {"model_based_pick":

[[0, 0, 8], {"autoencoder_loss_weight": 1.7028389142746272, "
second_criterion_loss_weight": 1.1607743714584684}, {"model_based_pick":

[[1, 0, 0], {"autoencoder_loss_weight": 1.7066454991820725, "
second_criterion_loss_weight": 0.9042800676894233}, {"model_based_pick":

[[1, 0, 1], {"autoencoder_loss_weight": 1.675753193353074, "
second_criterion_loss_weight": 1.8956427442462644}, {"model_based_pick":

[[1, 0, 2], {"autoencoder_loss_weight": 1.6873752261769155, "
second_criterion_loss_weight": 1.9782557252643764}, {"model_based_pick":

s [[2, 0, 0], {"autoencoder_loss_weight": 1.7820051978195686, "

second_criterion_loss_weight": 0.8480572390601573}, {"model_based_pick":

[[2, 0, 1], {"autoencoder_loss_weight": 1.7802166975077989, "
second_criterion_loss_weight": 1.523263303364459}, {"model_based_pick":

[[2, 0, 2], {"autoencoder_loss_weight": 1.253368401414037, "
second_criterion_loss_weight": 0.9703709096694161}, {"model_based_pick":
}H

[[3, 0, 0], {"autoencoder_loss_weight": 1.7794384485231467, "
second_criterion_loss_weight": 0.08964116773637623}, {'"model_based_pick"
}H

[[3, 0, 1], {"autoencoder_loss_weight": 1.7796666671333028, "
second_criterion_loss_weight": 0.8250878979450962}, {"model_based_pick":
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E. Ergebnisse: AutoML

[[3, 0, 2], {"autoencoder_loss_weight": 1.7788154139762657, "

second_criterion_loss_weight": 1.343898931413175}, {"model_based_pick": truel}]

[[3, 0, 3], {"autoencoder_loss_weight": 1.791276368606899, "
second_criterion_loss_weight": 1.4083664821038913}, {"model_based_pick":

[[3, 0, 4], {"autoencoder_loss_weight": 1.7911543497842222, "
second_criterion_loss_weight": 0.5705677479121176}, {"model_based_pick":

[[3, 0, 5], {"autoencoder_loss_weight": 1.7822000383443746, "
second_criterion_loss_weight": 0.18886910563061493}, {"model_based_pick":
}

[[3, 0, 6], {"autoencoder_loss_weight": 1.8750338498984553, "
second_criterion_loss_weight": 1.8479382093248948}, {"model_based_pick":
}H

3 [[3, 0, 7], {"autoencoder_loss_weight": 1.920851222232537, "

second_criterion_loss_weight": 0.3596834541987495}, {"model_based_pick":
}

[[3, 0, 8], {"autoencoder_loss_weight": 1.7845609444839285, "
second_criterion_loss_weight": 0.1339945544822178}, {"model_based_pick":

Listing E.1: AutoML 1 config

[[0, 0, 0], 1.6666666666666665, {"submitted": 1591201332.7209065, "started":
1691201332.720984, "finished": 1591203670.7867556}, {"loss":
0.20585712790489197}, nulll

[[0, 0, 1], 1.6666666666666665, {"submitted": 1591203670.7885025, "started":
16591203670.788574, "finished": 1591205999.62478}, {"loss":
0.11796019971370697}, nulll

s [[0, 0, 2], 1.6666666666666665, {"submitted": 1591205999.626307, "started":

1591205999.6263828, "finished": 1591208325.118409}, {"loss":
0.16033387184143066}, null]

[[0, 0, 3], 1.6666666666666665, {"submitted": 1591208325.1204715, "started":
1591208325.1205406, "finished": 1591210656.484111}, {"loss":
0.15233886241912842}, null]

[[0, 0, 4], 1.6666666666666665, {"submitted": 1591210656.4863975, "started":
1591210656.4865038, "finished": 1591212985.7350833}, {"loss":
0.13770060241222382}, null]

[[0, 0, 5], 1.6666666666666665, {"submitted": 1591212985.7374952, "started":
1591212985.7375674, "finished": 1591215316.8831968}, {"loss":
0.1947745680809021}, nulll

[[0, 0, 6], 1.6666666666666665, {"submitted": 1591215316.9172423, "started":
1591215316.917312, "finished": 1591217640.4614701}, {"loss":
0.4267016351222992}, null]

[[0, 0, 71, 1.6666666666666665, {"submitted": 1591217640.4943495, "started":
1591217640.4944272, "finished": 1591219959.4956977}, {"loss":
0.1324523687362671}, null]

[[0, 0, 8], 1.6666666666666665, {"submitted": 1591219959.5305111, "started":
1591219959.5305855, "finished": 1591222278.9439042}, {"loss":
0.18243977427482605}, null]

true}]

truel}]

true

false

false

true}]

[[0, 0, 1], 5.0, {"submitted": 1591222278.9463196, "started": 1591222278.9464118, "

finished": 1591233666.2492876}, {"loss": 0.168060764670372}, null]

[[0, 0, 4], 5.0, {"submitted": 1591233666.250578, "started": 1591233666.250649, "

finished": 1591243357.528959}, {"loss": 0.19480115175247192}, null]

[[0, 0, 71, 5.0, {"submitted": 1591243357.5305161, "started": 1591243357.5305912, "

finished": 1591253620.1215138}, {"loss": 0.2958536148071289}, null]
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E. Ergebnisse: AutoML

3 [[0, 0, 1], 15.0, {"submitted": 1591253620.1241205, "started": 1591253620.1242094,

"finished": 1591265009.304414}, {"loss": 0.27409616112709045}, null]

[[1, 0, 0], 5.0, {"submitted": 1591265009.3394403, "started": 1591265009.339541, "
finished": 1591275971.8547845}, {"loss": 0.14892363548278809}, nulll

[[1, 0, 1], 5.0, {"submitted": 1591275971.889403, "started": 1591275971.8894784, "
finished": 1591285676.6711411}, {"loss": 0.14937230944633484}, null]

[[1, 0, 2], 5.0, {"submitted": 1591285676.7049975, "started": 1591285676.7050753,
finished": 1591297067.1651897}, {"loss": 0.1791938692331314}, null]

[[1, 0, 0], 15.0, {"submitted": 1591297067.1673257, "started": 1591297067.167402,
finished": 1691307632.6611772}, {"loss": 0.1731833964586258}, nulll

[[2, 0, 0], 15.0, {"submitted": 1591307632.694881, "started": 1591307632.6949637,
finished": 1591318201.4746308}, {"loss": 0.1888468712568283}, null]

[[2, 0, 1], 15.0, {"submitted": 1591318201.509245, "started": 1591318201.509324, "
finished": 16591328736.8656743}, {"loss": 0.1499350368976593}, nulll

[[2, 0, 2], 15.0, {"submitted": 1591328736.867817, "started": 1591328736.867894, "
finished": 1591340696.3638754}, {"loss": 0.24274159967899323}, nulll

[[3, 0, 0], 1.6666666666666665, {"submitted": 1591340696.397426, "started":
1591340696.397506, "finished": 1591343024.8851688}, {"loss":
0.1815517693758011}, null]

[[3, 0, 1], 1.6666666666666665, {"submitted": 1591343024.920082, "started":
1591343024.9201605, "finished": 1591345353.1413116}, {"loss":
0.2128143012523651}, null]

s [[3, 0, 2], 1.6666666666666665, {"submitted": 1591345353.1740873, "started":

1591345353.1741638, "finished": 1591347678.5176451}, {"loss":
0.14192642271518707}, null]

[[3, 0, 3], 1.6666666666666665, {"submitted": 1591347678.551713, "started":
1591347678.5517817, "finished": 1591350000.4639354}, {"loss":
0.1916608065366745}, null]

[[3, 0, 4], 1.6666666666666665, {"submitted": 1591350000.497701, "started":
1591350000.49778, "finished": 1591352321.0990984}, {"loss":
0.1980258822441101}, null]

[[3, 0, 5], 1.6666666666666665, {"submitted": 1591352321.132403, "started":
1591352321.1324816, "finished": 1591354645.59664}, {"loss":
0.21002553403377533}, null]

[[3, 0, 6], 1.6666666666666665, {"submitted": 1591354645.5983484, "started":
1591354645.5984232, "finished": 1591356969.6193886}, {"loss":
0.14774638414382935}, null]

[[3, 0, 7], 1.6666666666666665, {"submitted": 1591356969.6209388, "started":
1591356969.621008, "finished": 1591359306.6370406}, {"loss":
0.16238954663276672}, null]

[[3, 0, 8], 1.6666666666666665, {"submitted": 1591359306.6712363, "started":
1591359306.6713228, "finished": 1591361627.4062026}, {"loss":
0.12718912959098816}, null]

[[3, 0, 21, 5.0, {"submitted": 1591361627.4074616, "started": 1591361627.4075358,
finished": 1591370759.186335}, {"loss": 0.20099839568138123}, null]

[[3, 0, 6], 5.0, {"submitted": 1591370759.1885474, "started": 1591370759.1886206,
finished": 1591381016.186221}, {"loss": 0.16575247049331665}, null]

[[3, 0, 8], 5.0, {"submitted": 1591381016.1882353, "started": 1591381016.1884887,
finished": 1591392424.6879013}, {"loss": 0.11474095284938812}, null]

33 [[3, 0, 8], 15.0, {"submitted": 1591392424.6907945, "started": 1591392424.690862,

finished": 1591404666.9905543}, {"loss": 0.17940863966941833}, null]

Listing E.2: AutoML 1 results
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E. Ergebnisse: AutoML

[[0, 0, 0], {"autoencoder_loss_weight": 1.1202195600147504, "

second_criterion_loss_weight": 0.46786865668226457}, {'"model_based_pick":

H
[[0, 0, 1], {"autoencoder_loss_weight": 0.7898015721536886, "

second_criterion_loss_weight": 1.3599664974037806}, {"model_based_pick":

1

s [[0, 0, 2], {"autoencoder_loss_weight": 0.07674705171028212, "

9

20

second_criterion_loss_weight": 0.7189642329755227}, {"model_based_pick":

H
[[0, 0, 3], {"autoencoder_loss_weight": 1.601442651764848, "

second_criterion_loss_weight": 1.4976258894081078}, {"model_based_pick":

H
[[0, 0, 4], {"autoencoder_loss_weight": 1.9081214867767884, "

second_criterion_loss_weight": 1.9171926853014345}, {"model_based_pick":

H
[[0, 0, 5], {"autoencoder_loss_weight": 1.4392614961657992, "

second_criterion_loss_weight": 0.0560995810171872}, {"model_based_pick":

H
[[0, 0, 6], {"autoencoder_loss_weight": 0.7156278803698133, "

second_criterion_loss_weight": 1.4205692512779218}, {"model_based_pick":

[[0, 0, 7], {"autoencoder_loss_weight": 1.0598501684003327, "

second_criterion_loss_weight": 0.5172110351367177}, {"model_based_pick":

[[0, 0, 8], {"autoencoder_loss_weight": 1.423689677807465, "

second_criterion_loss_weight": 1.5851908220351676}, {"model_based_pick":

[[1, 0, 0], {"autoencoder_loss_weight": 0.864822191704381, "

second_criterion_loss_weight": 1.3217896693394229}, {"model_based_pick":

[[1, 0, 1], {"autoencoder_loss_weight": 1.610060257041988, "

second_criterion_loss_weight": 1.3212811376186313}, {"model_based_pick":

[[1, 0, 2], {"autoencoder_loss_weight": 1.6627396203375684, "

second_criterion_loss_weight": 1.2999929283506606}, {"model_based_pick":

[[2, 0, 0], {"autoencoder_loss_weight": 1.62792633126197, "

second_criterion_loss_weight": 1.0557723760726578}, {"model_based_pick":

H
[[2, 0, 1], {"autoencoder_loss_weight": 0.5919998348450944, "

second_criterion_loss_weight": 0.7573567544022783}, {"model_based_pick":

H
[[2, 0, 2], {"autoencoder_loss_weight": 0.017128738095688555, "

second_criterion_loss_weight": 1.3144782662053733}, {"model_based_pick":

[[3, 0, 0], {"autoencoder_loss_weight": 0.37294903273370617, "

second_criterion_loss_weight": 1.3694957239299221}, {"model_based_pick":

[[3, 0, 1], {"autoencoder_loss_weight": 0.02283488669153501, "

second_criterion_loss_weight": 1.3139485012473948}, {"model_based_pick":

[[3, 0, 2], {"autoencoder_loss_weight": 0.05518925255602004, "
second_criterion_loss_weight": 1.354407324851504}, {"model_based_pick":
[[3, 0, 3], {"autoencoder_loss_weight": 1.2409074729599108, "

second_criterion_loss_weight": 1.9287735475039736}, {"model_based_pick":

H
[[3, 0, 4], {"autoencoder_loss_weight": 0.12425446565964596, "

second_criterion_loss_weight": 1.3586489717930061}, {"model_based_pick":

[[3, 0, 5], {"autoencoder_loss_weight": 0.022192538428452042, "

second_criterion_loss_weight": 1.3641325640129116}, {"model_based_pick":

[[3, 0, 6], {"autoencoder_loss_weight": 0.12882512567036494, "

second_criterion_loss_weight": 1.3454417332811517}, {"model_based_pick":
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E. Ergebnisse: AutoML

23 [[3, 0, 7], {"autoencoder_loss_weight": 0.10793847309431445, "

second_criterion_loss_weight": 1.348671301527176}, {"model_based_pick": truel}]

[[3, 0, 8], {"autoencoder_loss_weight": 1.4595282320905039, "
second_criterion_loss_weight": 0.043051179937064664} , {"model_based_pick":
falsel}]

Listing E.3: AutoML 2 config
[[0, 0, 0], 1.6666666666666665, {"submitted": 1591230403.0561903, "started":

1591230403.0562623, "finished": 1591232752.4604533}, {"loss":
0.13270601630210876}, nulll

> [[0, 0, 1], 1.6666666666666665, {"submitted": 1591232752.4622788, "started":

1691232752.462352, "finished": 1591235087.5130057}, {"loss":
0.14248137176036835}, nulll

3 [[0, 0, 2], 1.6666666666666665, {"submitted": 1591235087.5145235, "started":

1591235087 .5146885, "finished": 1591237427.199589}, {"loss":
0.19401660561561584}, null]

[[0, 0, 3], 1.6666666666666665, {"submitted": 1591237427.2013826, "started":
1591237427.2014568, "finished": 1591239760.443456}, {"loss":
0.14690163731575012}, null]

[[0, 0, 4], 1.6666666666666665, {"submitted": 1591239760.4453359, "started":
1591239760.4454072, "finished": 1591242094.4603262}, {"loss":
0.1484244167804718}, null]

[[0, 0, 51, 1.6666666666666665, {"submitted": 1591242094.462454, "started":
1591242094 .462531, "finished": 1591244428.4853141}, {"loss":
0.29315006732940674}, null]

[[0, 0, 6], 1.6666666666666665, {"submitted": 1591244428.5200531, "started":
1591244428.5201318, "finished": 1591246762.2962937}, {"loss":
0.18335315585136414}, null]

[[0, 0, 7], 1.6666666666666665, {"submitted": 1591246762.3299496, "started":
1591246762.3300283, "finished": 1591249092.4336069}, {"loss":
0.15141203999519348}, null]

[[0, 0, 8], 1.6666666666666665, {"submitted": 1591249092.4690158, "started":
1591249092.469094, "finished": 1591251424.1513014}, {"loss":
0.21707388758659363}, null]

[[0, 0, 0], 5.0, {"submitted": 1591251424.1540887, "started": 1591251424.1542284, "
finished": 1591261907.048748}, {"loss": 0.164903923869133}, null]

[[0, 0, 11, 5.0, {"submitted": 1591261907.0500567, "started": 1591261907.0501285, "
finished": 1591272154.3902125}, {"loss": 0.16468152403831482}, null]

[[0, 0, 3], 5.0, {"submitted": 1591272154.3915937, "started": 1591272154.3916652, "
finished": 1591283593.3997087}, {"loss": 0.22133499383926392}, null]

s [[0, 0, 11, 15.0, {"submitted": 1591283593.4022338, "started": 1591283593.4023051,

"finished": 1591296176.6533139}, {"loss": 0.16504186391830444}, null]

[[1, 0, 0], 5.0, {"submitted": 1591296176.688499, "started": 1591296176.6885662, "
finished": 1591306223.7610903}, {"loss": 0.15376420319080353}, null]

[[1, 0, 1], 5.0, {"submitted": 1591306223.796965, "started": 1591306223.7970421, "
finished": 1591317654.9116244}, {"loss": 0.15700861811637878}, nulll

[[1, 0, 2], 5.0, {"submitted": 1591317654.9460046, "started": 1591317654.946081, "
finished": 1691329096.7239377}, {"loss": 0.2758162319660187}, nulll

[[1, 0, 0], 15.0, {"submitted": 1591329096.725987, "started": 1591329096.7260625, "
finished": 1591339673.2111454}, {"loss": 0.4476895332336426}, null]

[[2, 0, 0], 15.0, {"submitted": 1591339673.2129805, "started": 1591339673.2130551,
"finished": 1591350842.7954}, {"loss": 0.19326573610305786}, null]

XXX
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E. Ergebnisse: AutoML

[[2, 0, 1], 15.0, {"submitted": 1591350842.7975094, "started": 1591350842.797585, "
finished": 1591361128.5513086}, {"loss": 0.15759861469268}, null]

[[2, 0, 2], 15.0, {"submitted": 1591361128.587071, "started": 1591361128.5871415, "
finished": 1591372851.110877}, {"loss": 0.2997341752052307}, null]

[[3, 0, 0], 1.6666666666666665, {"submitted": 1591372851.148993, "started":
1691372851.149115, "finished": 1591375183.196434}, {"loss":
0.2127339243888855}, null]

[[3, 0, 1], 1.6666666666666665, {"submitted": 1591375183.232388, "started":
1691375183.2324636, "finished": 1591377515.3144712}, {"loss":
0.18302994966506958}, nulll

s [[3, 0, 2], 1.6666666666666665, {"submitted": 1591377515.3488488, "started":

1591377515.3489263, '"finished": 1591379849.1359725}, {"loss":
0.2233007848262787}, null]

[[3, 0, 3], 1.6666666666666665, {'"submitted": 1591379849.1375918, '"started":
1591379849.137663, '"finished": 1591382180.5020618}, {"loss":
0.12828873097896576}, nulll

[[3, 0, 4], 1.6666666666666665, {"submitted": 1591382180.536073, "started":
1591382180.536152, "finished'": 1591384517.1253479}, {"loss":
0.27794158458709717}, null]

[[3, 0, 5], 1.6666666666666665, {'"submitted": 1591384517.169395, "started":
1591384517.1694713, "finished": 1591386851.6146123}, {"loss":
0.19156646728515625}, nulll

[[3, 0, 6], 1.6666666666666665, {'"submitted": 1591386851.6487699, '"started":
1591386851.6488492, '"finished": 1591389181.5066166}, {"loss":
0.18808335065841675}, null]

[[3, 0, 7], 1.6666666666666665, {"submitted": 1591389181.5412912, "started":
1591389181.54137, "finished": 1591391520.242067}, {"loss": 0.1776627004146576},
null]

[[3, 0, 8], 1.6666666666666665, {'"submitted": 1591391520.2435515, '"started":
1591391520.2436244, "finished": 1591393853.4996562}, {"loss":
0.24521592259407043}, null]

[[3, 0, 3], 5.0, {"submitted": 1591403300.5164149, "started": 1591403300.5164888, "
finished": 1591414721.2255113}, {"loss": 0.20496372878551483}, null]

[[3, 0, 71, 5.0, {"submitted": 1591414721.2279532, "started": 1591414721.228028, "
finished": 1591425858.1649177}, {"loss": 0.20095695555210114}, null]

[[3, 0, 71, 15.0, {"submitted": 1591425858.1680753, "started": 1591425858.168202, "
finished": 1591437282.566357}, {"loss": 0.28876277804374695}, null]

Listing E.4: AutoML 2 results

[[0, 0, 0], {"autoencoder_loss_weight": 1.5487320845829728, "
second_criterion_loss_weight": 0.4305851329325416}, {"model_based_pick": false
}H

[[0, 0, 1], {"autoencoder_loss_weight": 0.09499427574923011, "
second_criterion_loss_weight": 0.006135435067125157}, {"model_based_pick":
falsel}]

3 [[0, 0, 2], {"autoencoder_loss_weight": 0.17281376641273866, "

second_criterion_loss_weight": 1.4700541768529216}, {"model_based_pick": false
}

[[0, 0, 3], {"autoencoder_loss_weight": 0.5573405332498337, "
second_criterion_loss_weight": 1.5116374141868871}, {"model_based_pick": false
}H

XXXI
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E. Ergebnisse: AutoML

[[0, 0, 4], {"autoencoder_loss_weight": 0.3037536639221459, "

second_criterion_loss_weight": 0.32267264662906064}, {'"model_based_pick":

}H

[[0, 0, 5], {"autoencoder_loss_weight": 0.6469235270233854, "
second_criterion_loss_weight": 0.3436141958220672}, {"model_based_pick":
}

[[0, 0, 6], {"autoencoder_loss_weight": 1.3988769306434277, "
second_criterion_loss_weight": 1.0983348462178506}, {"model_based_pick":
}

[[0, 0, 7], {"autoencoder_loss_weight": 0.5079165199755279, "
second_criterion_loss_weight": 0.4104014429257432}, {"model_based_pick":
}H

[[0, 0, 8], {"autoencoder_loss_weight": 0.534833229695433, "

false

false

false

false

second_criterion_loss_weight": 0.38086466347824494}, {"model_based_pick": true

}

[[1, 0, 0], {"autoencoder_loss_weight": 0.7307192200269009, "
second_criterion_loss_weight": 0.7261672634703855}, {"model_based_pick":
}H

[[1, 0, 1], {"autoencoder_loss_weight": 0.6859530901803121, "
second_criterion_loss_weight": 0.3605374150589556}, {"model_based_pick":

[[1, 0, 2], {"autoencoder_loss_weight": 0.6310617887652104, "
second_criterion_loss_weight": 0.361844711586652}, {"model_based_pick":

s [[2, 0, 0], {"autoencoder_loss_weight": 0.8073683238731006, "

second_criterion_loss_weight": 0.7300695221442756}, {"model_based_pick":
[[2, 0, 1], {"autoencoder_loss_weight": 1.8079422400312473, "
second_criterion_loss_weight": 0.3855881738160441}, {"model_based_pick":
}H
[[2, 0, 2], {"autoencoder_loss_weight": 0.787156260698739, "
second_criterion_loss_weight": 0.7902867345004342}, {"model_based_pick":
[[3, 0, 0], {"autoencoder_loss_weight": 0.7524189832989819, "
second_criterion_loss_weight": 0.7358381347690929}, {"model_based_pick":
[[3, 0, 1], {"autoencoder_loss_weight": 0.7842118637066878, "
second_criterion_loss_weight": 0.7281073710296166}, {"model_based_pick":
[[3, 0, 2], {"autoencoder_loss_weight": 1.1012239431563595, "
second_criterion_loss_weight": 0.4076053234982654}, {"model_based_pick":
}H
[[3, 0, 3], {"autoencoder_loss_weight": 0.6601263021048044, "
second_criterion_loss_weight": 0.792146341929707}, {"model_based_pick":
[[3, 0, 4], {"autoencoder_loss_weight": 0.7157148834941873, "
second_criterion_loss_weight": 0.842264696890643}, {"model_based_pick":
[[3, 0, 5], {"autoencoder_loss_weight": 0.5336377392769033, "
second_criterion_loss_weight": 0.8131041198055525}, {"model_based_pick":
[[3, 0, 6], {"autoencoder_loss_weight": 0.7077354586450163, "
second_criterion_loss_weight": 0.8566285685090358}, {"model_based_pick":
[[3, 0, 7], {"autoencoder_loss_weight": 0.08754006426326834, "

false

truel}]

truel}]

truel}]

false

truel}]

true}]

truel}]

false

truel}]

truel}]

truel}]

true}]

second_criterion_loss_weight": 0.25580618879187994}, {'"model_based_pick": false

}

[[3, 0, 8], {"autoencoder_loss_weight": 0.5318212697988582, "
second_criterion_loss_weight": 1.3511727086280416}, {"model_based_pick":
}

Listing E.5: AutoML 3 config

XXXII
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E. Ergebnisse: AutoML

[[0, 0, 0], 1.6666666666666665, {"submitted": 1591201444.9264083, "started":
1591201444.9264867, "finished": 1591203777.8583934}, {"loss":
0.25178489089012146 }, null]

[[0, 0, 1], 1.6666666666666665, {"submitted": 1591203777.8600762, "started":

1691203777.860151, "finished": 1591206102.1354988}, {"loss": 0.2902164161205292

}, null]

s [[0, 0, 2], 1.6666666666666665, {"submitted": 1591206102.1370873, "started":

10
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1591206102.1371582, "finished": 1591208425.0004754}, {"loss":
0.26505428552627563}, null]

[[0, 0, 3], 1.6666666666666665, {'"submitted": 1591208425.0022597, "started":
1591208425.002332, '"finished": 1591210745.5121586}, {"loss":
0.18756940960884094}, null]

[[0, 0, 4], 1.6666666666666665, {'"submitted": 1591210745.5143306, "started":
1591210745.5144074, "finished": 1591213062.3144891}, {"loss":
0.1282498836517334}, nulll

[[0, 0, 5], 1.6666666666666665, {'"submitted": 1591213062.31659, "started":
1591213062.31666, "finished": 1591215376.6538754}, {"loss":
0.16564421355724335}, null]

[[0, 0, 6], 1.6666666666666665, {'"submitted": 1591215376.6562598, '"started":
1591215376.656336, '"finished'": 1591217697.123873}, {"loss":
0.21111269295215607}, null]

[[0, 0, 7], 1.6666666666666665, {"submitted": 1591217697.1262531, "started":
1591217697.1263301, "finished": 1591220019.064395}, {'"loss":
0.16068002581596375}, null]

[[0, O, 8], 1.6666666666666665, {'"submitted": 1591220019.0966623, '"started":
1591220019.0967414, "finished": 1591222346.5877247}, {"loss":
0.18971115350723267}, nulll

[[0, O, 4], 5.0, {"submitted": 1591222346.589645, "started": 1591222346.5897229, "

finished": 1591231189.1398206}, {"loss": 0.13098526000976562}, nulll

[[0, O, 5], 5.0, {"submitted": 1591231189.1412852, "started": 1591231189.1413934,

finished": 1591241167.533798}, {"loss": 0.21883268654346466}, null]

> [[0, 0, 7], 5.0, {"submitted": 1591241167.5348682, "started": 1591241167.5349424,

finished": 1591252558.6493099}, {"loss": 0.21955767273902893}, null]

3 [[0, O, 4], 15.0, {"submitted": 1591252558.6509826, "started": 1591252558.651104,

finished": 1591264798.8906987}, {"loss": 0.18132099509239197}, null]

[[1, 0, 0], 5.0, {"submitted": 1591264798.8928437, "started": 1591264798.8929236,

finished": 1591276353.436364}, {"loss": 0.2003786414861679}, null]

[[1, 0, 1], 5.0, {"submitted": 1591276353.4723825, "started": 1591276353.472463,

finished": 1591286598.0379028}, {"loss": 0.3253575265407562}, null]

[[1, 0, 21, 5.0, {"submitted": 1591286598.070727, "started": 1591286598.0708008,

finished": 1591297402.509046}, {"loss": 0.15796679258346558}, null]

[[1, 0, 2], 15.0, {"submitted": 1591297402.5112576, "started": 1591297402.511331,

finished": 1591309330.3519228}, {"loss": 0.22638270258903503}, null]

[[2, 0, 0], 15.0, {"submitted": 1591309330.385399, "started": 1591309330.3854704,

finished": 1591320120.3589635}, {"loss": 0.19019919633865356}, nulll

[[2, 0, 1], 15.0, {"submitted": 1591320120.3611252, "started": 1591320120.3611972,

"finished": 1591332044.0801668}, {"loss": 0.149641215801239}, null]

[[2, 0, 2], 15.0, {"submitted": 1591332044.1124914, "started": 1591332044.1125762,

"finished": 1591340578.6367762}, {"loss": 0.21178649365901947}, null]

[[3, 0, 0], 1.6666666666666665, {"submitted": 1591340578.6700006, "started":
1591340578.6700802, "finished": 1591342910.9860795}, {"loss":
0.12143238633871078}, nulll

XXX



E. Ergebnisse: AutoML

2 [[3, 0, 1], 1.6666666666666665, {"submitted": 1591342911.0202239, "started":
1591342911.0203016, "finished": 1591345213.9092925}, {"loss":
0.11873950809240341}, null]

23 [[3, 0, 2], 1.6666666666666665, {'"submitted": 1591345213.911081, "started":
1591345213.9111495, "finished": 1591347512.3565679}, {"loss":
0.15197330713272095}, null]

2 [[3, 0, 3], 1.6666666666666665, {"submitted": 1591347512.38876, "started":
1591347512.3888326, '"finished": 1591349832.082852}, {"loss":
0.1429121494293213}, nulll]

s [[3, 0, 4], 1.6666666666666665, {"submitted": 1591349832.1170661, "started":
1591349832.1171389, "finished": 1591352150.6509476}, {"loss":
0.172014981508255}, null]

2% [[3, 0, 5], 1.6666666666666665, {"submitted": 1591352150.6824582, "started":
1591352150.6825302, "finished": 1591354470.720003}, {"loss":
0.15473711490631104}, null]

27 [[3, 0, 6], 1.6666666666666665, {'"submitted": 1591354470.751543, "started":
1591354470.75162, "finished": 1591356794.6815963}, {"loss":
0.14648635685443878}, nulll

2 [[3, 0, 7], 1.6666666666666665, {"submitted": 1591356794.683086, '"started":
1591356794.683157, '"finished": 1591359118.690851}, {"loss":
0.2115781307220459}, null]

20 [[3, 0, 8], 1.6666666666666665, {"submitted": 1591359118.6924212, "started":
1591359118.6924956, '"finished": 1591361435.2683606}, {"loss":
0.23364579677581787}, null]

30 [[8, 0, 11, 5.0, {"submitted": 1591371079.9086306, "started": 1591371079.9087052, "
finished": 1591381856.111902}, {"loss": 0.1962176412343979}, null]

31 [[3, 0, 31, 5.0, {"submitted": 1591381856.113901, "started": 1591381856.1139772, "

finished": 1591393192.6666083}, {"loss": 0.25036364793777466}, null]

[[3, 0, 0], 15.0, {"submitted": 1591393192.6687121, "started": 1591393192.6687875,

"finished": 1591402829.1191514}, {"loss": 0.23623985052108765}, null]

)

Listing E.6: AutoML 3 results
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F. Ergebnisse: TTAE Greifererkennung

Model: "encoder"

3 Layer (type) Output Shape Param #

5 encoder_input (InputLayer) [(None, 256, 192, 3)] 0

7 dropout (Dropout) (None, 256, 192, 3) 0

8 __

9 conv2d (Conv2D) (None, 256, 192, 8) 224
0 __

11 conv2d_1 (Conv2D) (None, 256, 192, 8) 584
12 __

13 conv2d_2 (Conv2D) (None, 128, 96, 8) 584

15 batch_normalization (BatchNo (None, 128, 96, 8) 32

17 conv2d_3 (Conv2D) (None, 128, 96, 16) 1168

19 conv2d_4 (Conv2D) (None, 64, 48, 16) 2320

b1 batch_normalization_1 (Batch (None, 64, 48, 16) 64

23 conv2d_5 (Conv2D) (None, 64, 48, 32) 4640
U __

25 conv2d_6 (Conv2D) (None, 64, 48, 32) 9248
26 __

27 conv2d_7 (Conv2D) (None, 32, 24, 32) 9248
28 __

29 batch_normalization_2 (Batch (None, 32, 24, 32) 128
30 __

31 conv2d_8 (Conv2D) (None, 32, 24, 64) 18496
33 conv2d_9 (Conv2D) (None, 16, 12, 64) 36928
34 __

35 batch_normalization_3 (Batch (None, 16, 12, 64) 256
36 __

37 conv2d_10 (Conv2D) (None, 16, 12, 64) 36928
38 __

39 conv2d_11 (Conv2D) (None, 8, 6, 64) 36928
40 __

41 flatten (Flatten) (None, 3072) 0
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F. Ergebnisse: TTAE Greifererkennung

43 dense (Dense) (None, 512) 1573376
44 __

45 dense_1 (Dense) (None, 128) 65664
46 __

47 dense_2 (Dense) (None, 32) 4128

48 __

49 code (Model) (None, 15) 495

50
51 Total params: 1,801,439

52 Trainable params: 1,801,199
53 Non-trainable params: 240

55 Model: "decoder"

57 Layer (type) Output Shape Param #
58

59 decoder_input (InputLayer) [(None, 15)] 0

60 __

51 dense_3 (Dense) (None, 32) 512

62 __

63 dense_4 (Dense) (None, 128) 4224

64 __

65 dense_5 (Dense) (None, 512) 66048
66 __

67 dense_6 (Dense) (None, 3072) 1575936
68 __

60 reshape (Reshape) (None, 8, 6, 64) 0

70

71 conv2d_transpose (Conv2DTran (None, 16, 12, 64) 36928

73 batch_normalization_4 (Batch (None, 16, 12, 64) 256

75 conv2d_transpose_1 (Conv2DTr (None, 16, 12, 64) 36928

77 conv2d_transpose_2 (Conv2DTr (None, 32, 24, 64) 36928

79 batch_normalization_5 (Batch (None, 32, 24, 64) 256

o

conv2d_transpose_3 (Conv2DTr (None, 32, 24, 32) 18464

83 conv2d_transpose_4 (Conv2DTr (None, 64, 48, 32) 9248

85 conv2d_transpose_5 (Conv2DTr (None, 64, 48, 32) 9248

$7 batch_normalization_6 (Batch (None, 64, 48, 32) 128

89 conv2d_transpose_6 (Conv2DTr (None, 64, 48, 16) 4624

91 conv2d_transpose_7 (Conv2DTr (None, 128, 96, 16) 2320

93 batch_normalization_7 (Batch (None, 128, 96, 16) 64

XXXVI
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95 conv2d_transpose_8 (Conv2DTr (None, 128, 96, 8) 1160

96

97 conv2d_transpose_9 (Conv2DTr (None, 256, 192, 8) 584

98

99 conv2d_transpose_10 (Conv2DT (None, 256, 192, 8) 584

100

101 conv2d_12 (Conv2D) (None, 256, 192, 3) 219

102
103 Total params: 1,804,659

104 Trainable params: 1,804,307
105 Non-trainable params: 352

106

107 Model: "second_criterion"

108

19 Layer (type) Output Shape Param #
110

111 second_criterion_input (Inpu [(None, 15)] 0

12 __

113 dense (Dense) (None, 24) 384

14 __

115 dense_1 (Dense) (None, 8) 200

16 __

117 dense_2 (Dense) (None, 4) 36

119 Total params: 620
120 Trainable params: 620
121 Non-trainable params: 0O

Listing F.1: TTAE Modelsummary

Nr. IoUt=0.5 IoU t=0.8

0.9597 0.5172
0.9554 0.5531
0.9612 0.5718

(SN I NS

Tabelle F.1.: Einzelwerte Boxplot loU TTAE-Greifer
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